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摘 要：青藏高原是全球气候变化敏感区，其高海拔湖泊水温（LSWT）的演变对区域生态安全具有重要指示意义。在探究影

响湖泊水温变化的因素时，涉及气象条件、地形地貌等多种影响因子。然而，传统方法对多因子非线性交互效应的定量解析

能力有限。本研究以青藏高原 106 个大中型湖泊为对象，构建基于长短期记忆网络（LSTM）的深度学习模型，结合 SHAP

（SHapley Additive exPlanation）可解释性方法，分别从整体与个体湖泊尺度上，定量分析了气温、降水、向下长波辐射、向

下短波辐射、气压、比湿和风速 7 项因子对 LSWT 的影响。具体而言，研究系统解析了各驱动因子的独立作用效应、因子间

的交互作用效应，以及这些效应在不同湖泊间的差异性，进而揭示了 LSWT 变化的驱动机制及其协同作用模式。结果表明：

（1）向下长波辐射和向下短波辐射是 LSWT 的主导驱动因子，在整体与个体尺度贡献度分别位列前两位（全局 SHAP 值占

比>80%），且与 LSWT 呈显著正相关；气温、比湿次之，降水和风速影响最小。（2）因子间交互效应普遍存在，识别出四

类主导协同驱动模式：线型（如向下长波辐射-气温，67.92%湖泊）、倒 U 型（如比湿-气温，51.89%湖泊）、效应交叉型（如

风速-比湿，70.75%湖泊）及阈值约束型（如降水-气压，100%湖泊）。（3）SHAP 方法有效量化了协同驱动的非线性特征，

揭示了高原湖泊对辐射因子的高度敏感性，归因于稀薄大气下太阳辐射的高渗透性。本研究创新性地融合深度学习与可解释

性分析，为高海拔湖泊水温的复杂驱动机制提供了定量化解析框架，对预测气候变化下的水温响应及制定差异化调控策略具

有切实科学意义。 

关键词：湖泊表层水温；深度学习；SHAP 可解释性；协同驱动机制；阈值效应；青藏高原 
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Abstract: The Tibetan Plateau, a region highly sensitive to global climate change, exhibits significant evolution in lake surface water 
temperature (LSWT), which has profound implications for regional ecological security. Investigations into the drivers of LSWT changes 

involve multiple factors, including meteorological conditions and topographic features. However, conventional approaches possess 

limited capability to quantitatively resolve nonlinear interactions among these drivers. This study examined 106 large and medium-

sized lakes across the Tibetan Plateau, employing a deep learning model based on Long Short-Term Memory (LSTM) networks 

combined with SHapley Additive exPlanations (SHAP) interpretability analysis. This framework quantitatively disentangles the 

individual and interactive contributions of seven drivers—air temperature, precipitation, downward longwave radiation, downward 

shortwave radiation, air pressure, specific humidity, and wind speed—to LSWT variations at both regional and individual lake scales, 

thereby systematically elucidating driving mechanisms and synergistic patterns. Key findings include: (1) Longwave and shortwave 
radiation were identified as the dominant drivers, collectively accounting for over 80.0% of global SHAP values across scales  and 

showing strong positive correlations with LSWT. Air temperature and specific humidity exerted secondary influences, whereas 

precipitation and wind speed had minimal effects. (2) Widespread interactive effects revealed four primary synergistic modes:  a linear 

pattern (e.g., downward longwave radiation and air temperature, affecting 67.92% of lakes), an inverted U-shape pattern (e.g., specific 

humidity and air temperature, 51.89% of lakes), an effect cross-driven pattern (e.g., wind speed and specific humidity, 70.75% of lakes), 

and a threshold-constrained pattern (e.g., precipitation and air pressure, 100% of lakes). (3) The SHAP methodology effectively 
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quantified nonlinear synergistic behaviors, highlighting the heightened sensitivity of plateau lakes to radiative factors due to high solar 

radiation permeability under thin atmospheric conditions. This study innovatively integrates deep learning with interpretability analysis 

to establish a quantitative framework for unraveling complex driving mechanisms behind high-altitude LSWT dynamics. The results 
offer critical insights for predicting thermal responses under ongoing climate change and for developing differentiated management 

strategies, thereby holding substantial scientific and practical relevance. 

Keywords: Lake surface water temperature; Deep learning; SHapley Additive exPlanation; Synergistic driving mechanisms; Threshold 

effects; Tibetan Plateau 

 

湖泊是对全球气候变化响应的重要指示器，而高海拔湖泊尤为敏感。随着全球气候变暖的加剧，高

海拔湖泊面临的生态风险显著增加[1]。湖泊表层水温（LSWT）是湖泊最重要的属性指标之一，反映湖泊

与大气之间的能量和物质交换特征[2]，影响着湖泊物理、化学及生物过程，成为湖泊水质、生态系统结

构与功能演变的关键因素[3]。近 30 年来，全球大多数湖泊的水温以每十年 0.34℃的速度上升[4]，导致了

热分层加剧[5]、藻类爆发[6]、水体缺氧、生物种群变化[7]等一系列湖泊生态环境问题。 

深入认知 LSWT 变化的驱动因素，对预判未来气候变化对高海拔湖泊生态系统的影响，制定合理调

控对策具有重要而迫切的科学意义。LSWT 的变化由地理、气象和水文等多种因素综合决定[8, 9]，其中，

气象因子无论在线性的单因子独立影响，还是在非线性的因子间交互影响方面都具有最重要的影响[10]。

例如，气温变化不仅通过能量传递与热量交换直接影响 LSWT，还会增强大气向下长波辐射并增加向湖

泊表层的感热通量[11]；低气压系统常伴随降水过程，通过改变湖泊的水量收支与水体热容量间接调节水

温[12]；比湿的变化会影响水汽蒸发与凝结过程，通过调节降水概率与太阳辐射吸收作用于水温[13, 14]；风

速则通过驱动湖水的湍流运动与湖面热量交换速率影响水温[15]。目前，众多学者运用统计模型[16]、确定

性模型[17]和混合模型[18]等方法在湖泊水温的驱动机制方面开展了大量工作，相关成果为理解湖泊水温影

响机制提供了坚实基础。然而，现有的经典模型方法对于因子间复杂的交互效应缺乏有效的定量解译和

阐释能力。其中，传统的统计模型主要基于线性回归，这种方法通常假设各因子独立作用，忽视了因子

间潜在的交互效应[19]。确定性模型侧重于物理过程模拟，虽能准确描述单个因子作用，但在多因子相互

作用时，因模型假设简化，难以充分考虑动态反馈[20, 21]。混合模型结合了统计和确定性模型的优点，但

在定量分析因子交互效应时仍存在局限性，尤其在处理多个非线性交互因子时，模型的解释能力和预测

精度会受到较大影响[22-24]。 

深度学习作为复杂回归关系的定量解析和提取工具，以“大数据”为驱动，以“最小化预测误差”为目

标，已经在海量、高维和复杂数据处理方面显示出了先进性能[25]。特别是在处理非线性回归问题时，通

过对训练集进行学习使得模型在非线性关系的解译和表达中更具优势[26]。近年来，深度学习在地学领域

的回归预测与机理探析方面应用日益广泛[27, 28]，但在湖泊表层水温的研究中，多数研究仅使用深度学习

进行湖泊表层水温的预测[29-33]，缺乏对湖泊表层水温因子交互及驱动机制的深入解析。长短期记忆网络

（LSTM）是深度学习的代表性模型，因擅长处理长时间序列预测问题而被广泛应用于识别驱动因素与

水温趋势预测中[34, 35]。同时，随着 SHapley Additive exPlanation（SHAP）等解释方法的出现，使得深度

学习模型的机理可解释性显著改善[36, 37]。SHAP 是一种将博弈论和局部解释相结合的可加性特征归因方

法，能够解释机器学习模型的决策机理[38]。SHAP 不仅能解析单因子对目标变量的独立影响贡献度，亦

能定量阐释因子间交互效应对目标变量的协同驱动作用。此外，在 SHAP 方法框架下，预测模型不同特

征（即输入因子）的局部 SHAP 值和全局 SHAP 值能够解释各因子在个体和整体尺度分别对目标因子驱

动贡献的重要性，帮助在不同尺度上深入地理解模型的预测行为和特征重要性[39, 40]。 

青藏高原是对全球气候变化最敏感的地区之一[41]，其变暖速率高出全球变暖速率的一倍[42]。青藏

高原被称为“亚洲水塔”，是全球海拔最高、面积最大以及数量最多的高原内陆湖区，拥有的高海拔湖泊

面积达到 5×104 km2，占中国湖泊总面积的 57.2%[43]。近 40 年来，该区域绝大多数湖泊的表层温度均呈

上升趋势，升温速率约每 10 年 0.01℃~0.47℃[44]。青藏高原湖泊不仅是亚洲重要江河的发源地，更对区

域乃至全球气候调节、生物多样性维持具有不可替代的战略意义。然而，在全球气候变暖背景下，高海

拔湖泊的水温很可能率先出现剧烈变化，为湖泊生态系统的结构与功能带来显著的不确定性。因此，深

入探讨高原型湖泊水温的关键影响因子和非线性的协同驱动机制，对于系统理解青藏高原湖泊水温变化

机制与趋势，制定更有效的湖泊生态环境保护对策具有迫切的理论与现实意义。 
本研究针对青藏高原 106 个大中型湖泊，通过构建基于 LSTM 多层神经网络的 LSWT 深度学习预测

模型，集成 SHAP 归因解释分析方法，开展湖泊 LSWT 的单因子影响梯度性、因子间交互效应与协同驱

动模式的创新研究，重点聚焦于 LSWT 的因子交互效应定量化解译、协同驱动模式识别及其状态转变阈

值条件判别等。我们期望本研究为系统理解高海拔地区湖泊的水温驱动机制以及科学调控提供新颖的见

解与决策支持。 

1 材料和方法 



 

 

1.1 研究区域 

本文选取研究区内海拔超过 4000m，湖泊面积大于 50km2 的 106 个大中型湖泊（图 1），湖泊命名

采用 HydroLAKES 数据库中 Hylak_id 的命名方式(https://www.hydrosheds.org/page/hydrolakes)。 

 

 
图 1 青藏高原区位与 106 个湖泊分布图* 

*该图基于自然资源部标准地图服务网站下载的审图号为 GS(2020)4619 号的标准地图制作，底图无修改 

Fig.1 Location of the Tibetan Plateau and Distribution of 106 Lakes* 

This map was created based on the standard map (Approval No. GS(2020)4619) downloaded from the Standard Map Service 

Website of the Ministry of Natural Resources, China, with no modifications to the base map. 

 

1.2 数据来源 

本研究收集了 1979-2018 年青藏高原 106 个湖泊的水温、气象要素及基本地理信息数据。水温数据

来源于中国区域湖泊表层水温数据集（1950-2100）[45]，该数据由与卫星数据耦合的 CSFLake 得到。

Wang 等人[11]利用超过 17 万个卫星观测数据在 10 个湖泊中验证 CSFLake 模型能够显著提升湖泊水温的

模拟精度，使均方根误差从 4.46°C（FLake）降低至 1.39°C。气象数据来自第三极地区长时间序列高分

辨率地面气象要素驱动数据集（TPMFD, 1979-2023）[46]，该数据集相比于目前主流的再分析数据具有

更高的精度，因此被广泛应用于第三极地区气候分析和陆面、水文、生态相关的模型输入[47, 48]。地理

信息数据包括海拔、面积、经纬度，来自国家基础地理信息中心（https://www.webmap.cn/）和

HydroLAKES (https://www.hydrosheds.org/products/hydrolakes)。 

1.3 模型构建及预测结果解释 

为了全面认知湖泊群体与个体在水温演变驱动机制上可能的差异性，应用在时间依赖关系学习解译

有独特优势的 LSTM 神经网络[37]。分别在全体湖泊（将 106 个湖泊作为一个整体）和单个湖泊两种尺度

上构建 107 个深度学习预测模型，开展驱动机制研究。基于前人经验[30, 49]和本研究的特点，气温（TEMP，

单位：K）、降水（PREC，单位：mm）、向下长波辐射（LRAD，单位：W m-2）、向下短波辐射（SRAD，

单位：W m-2）、气压（PRES，单位：Pa）、比湿（SHUM，单位：kg kg-1）和风速（WIND，单位：m 

s-1）共 7 项自然因子被选入模型的输入因子集，LSWT 是模型输出的目标因子。样本数据时间尺度为日

尺度。 

在本研究中，神经网络模型框架由一个 LSTM 层，两个全连接层（FC）以及时间增强器构成（图 2），

增强对时间变化特征的提取[50]。其中，TS（Timestamp）指的是输入的时间戳排序变量，即时间标签；

DOY（Day of Year）代表的是一年中的某一天，即日序；ℎ𝑡−1，ℎ𝑡，𝑋𝑡，𝐶𝑡−1,𝐶𝑡分别表示上一个单元状态

的输出、当前单元状态的最终输出、当前单元状态的输出、上一个时间步的单元状态和当前时间步的单

元状态；σ 和𝑡𝑎𝑛 ℎ分别指 sigmoid 和 tanh 函数，二者用于遗忘门、输入门和输出门的激活；预测网络的

FC 层和时间增强器的输出逐个元素相乘，结果是模型的最终输出（即 LSWT 的预测值）。所有模型均

使用 TensorFlow 深度学习框架和 Keras 库在 Python 3.7 中执行模型构建和训练。 

https://www.hydrosheds.org/products/hydrolakes


 

 

 
图 2 LSTM 神经网络模型结构图 

Fig.2 Structure Diagram of LSTM Neural Network Model 

 

所使用的数据来源于 1979-2018 年的逐日 14609 条数据样本，采用 min-max 方法对数据进行归一化

处理，并将数据按 70%、10%、20%的比例分为训练集、验证集和测试集。为每个模型设置不同的训练

周期、时间滞后和最优激活函数。应用 20%的固定 dropout 以防止模型过拟合，初始学习率为 0.001 以

防止梯度爆炸，迭代次数为 100。采用 Nash-Sutcliffe efficiency（NSE）和 RMSE-observations standard 

deviation ratio（RSR）[51]对模型性能水平进行评估（表 1），同时采用均方误差（MSE）和平均绝对误

差（MAE）并指导模型参数的调整和优化。 

 

表 1 模型性能评估标准 

Tab.1 Model Performance Evaluation Criteria 

性能等级 RSR NSE MSE 与 MAE 

非常好 0.00<RSR≤0.50 0.75<NSE≤1.00 真实值与预测值越接

近，MSE 与 MAE 的

值接近于 0[52] 

良好 0.50<RSR≤0.60 0.65<NSE≤0.75 

一般 0.60<RSR≤0.70 0.50<NSE≤0.65 

较差 RSR>0.70 NSE≤0.50 

 

本研究中，SHAP 方法将模型输出的预测结果解释为所有因子对应特征的贡献累积，其中每个输入

因子（特征）的 SHAP 值代表了其对目标因子的驱动贡献程度以及正负相关性[37]。单因子独立驱动贡献、

因子间交互驱动效应及其方向性均可通过 SHAP 值来表征与解释。SHAP 值的计算方法如下： 

𝑔(𝑧′)  =  𝛷0 + ∑ 𝛷𝑓𝑧′𝑓

𝑀

𝑓=1
 

其中，g 是解释模型；M 为输入因子的个数；𝑧′𝑓指示输入特征 F 是否出现（𝑧′𝑓 = 0或 1）；𝛷𝑓表示要素

的贡献幅度𝑓。𝛷𝑓 > 0表示该特征加强结果；𝛷𝑓 < 0表示该特征降低结果。 

1.4 LSWT 深度学习预测模型训练有效性检验 

在单个模型性能水平上，106 个单体湖泊与总体尺度对应的共 107 个深度学习预测模型性能均达到

优良水平。图 3 展示了序号为 1382 的邦达错湖泊 LSWT 的深度学习预测模型训练的有效性。训练集和

测试集的 Loss 均呈现逐渐下降的趋势，最终在训练 100 个周期后达到最小值。从拟合曲线图可以看出，

测试集上的预测值和真实值表现出优秀的一致性。其他的模型均按同样方法完成构建和训练。 

通过绘制模型 MAE、MSE、NSE、RSR 的云雨图，结合各参数分级评估标准可以直观地反映模型对

湖泊水温驱动机制问题的整体适应性[53]。从图 4 可以看出，在总体水平上，所有 107 个 LSWT 预测模型

的性能水平能都达到了“非常好”的等级（NSE>0.75 和 RSR≤0.50）。 

 



 

 

 
图 3 邦达错 LSWT 的预测模型训练效果 

(a) 为模型的预测值与真实值拟合结果，（b）为模型训练集和测试集的 loss 值 

Fig.3 Training Performance of the LSWT Prediction Model for Bangda Co 

(a) Fitting results between predicted values and true values; (b) Loss values of the training and test sets.  

 
图 4 107 个模型的指标结果云雨图 

（a）MAE 云雨图，（b）MSE 云雨图，（c）RSR 云雨图，（d）NSE 云雨图 

Fig.4. Raincloud Plots of Evaluation Metrics for 106 Models 

(a) MAE raincloud plot; (b) MSE raincloud plot; (c) RSR raincloud plot; (d) NSE raincloud plot.  

2 结果 

2.1 单因子对 LSWT 的独立驱动贡献梯度性和方向性 

本研究中 7 个因子对 LSWT 的驱动贡献重要性各有不同，但在单个湖泊和整体尺度上的总体趋势

较为一致（如图 5 所示）。在单个湖泊尺度上（图 5-a），依据局部 SHAP 值，可观察到在 106 个湖泊

中各因子对 LSWT 驱动贡献排序最高且占比最大是顺序是 LRAD（91.50%）,SRAD（83.02%）,TEMP

（51.89%）,SHUM（43.40%）,PRES（72.64%）,WIND(72.64%)和 PREC(85.85%)，括号内的排序为该

因子对应的排序占比（例如 TEMP 排第三的占比 51.89%）。在整体的尺度上（图 5-b），依据全局

SHAP 值，可观察到各因子对 LSWT 驱动贡献从大到小排序为 LRAD，SRAD，TEMP，SHUM，

PRES，WIND 和 PREC。可以看出，无论是在个体还是整体尺度上，LRAD、SRAD 的驱动贡献相对最

为重要，分别稳定排在第一和第二的位置。WIND 和 PREC 的 PREC 的驱动贡献相对最低，分别排在第



 

 

六和第七的位置。TEMP，SHUM 和 PRES 三因子的驱动贡献均处于中间水平且排序略有波动。在整体

尺度上，PRES 的作用显得更为突出，这是由于 PRES 的变化通常与大尺度的气候系统和天气模式相关

联，如气压槽和高压脊，这些现象在大范围内影响天气状况。因此当对多个湖泊进行整体研究时，气压

可能通过影响这些气候变量间接地对湖泊表层水温产生更广泛的效应。 
 

 
图 5 单因子的 SHAP 值 

(a）为 106 个湖泊中各因子 SHAP 值分布的云雨图，(b)为整体尺度中各因子 SHAP 值 

Fig.5 SHAP Values of Single Factors 

(a) Raincloud plots of SHAP value distributions for individual factors across 106 lakes; (b) SHAP values of factors at the aggregate 

level. 

同时，不同因子对 LSWT 的驱动效应具有差异化的正、负方向性。在单个湖泊尺度上，在 106 个湖

泊中，超过 80%的 LSWT 分别受到 LRAD（95.28%）、SHUM（93.40%）、SRAD（90.57%）和 TEMP

（81.13%）的显著正向驱动。此外，超过一半的湖泊受到 PREC（56.60%）的正向驱动，但有 34.91%的

趋势不明显。而 PRES（54.72%）和 WIND（71.70%）分别对 LSWT 的驱动效应没有明确的正负性趋势。

在整体尺度上，所有因子都表现出更为一致的方向性影响，除了 PRES 和 TEMP 两个因子对 LSWT 的驱

动效应方向与其在个体尺度上的表现略有不同外，其余因子都呈现出对与个体尺度上的方向性较为一致

（图 6)。 

 
图 6 总体尺度上不同驱动因素对 LSWT 的正负影响 

Fig.6 Positive and Negative Effects of Different Driving Factors on LSWT at the Aggregate Level 

2.2 因子间交互效应的协同驱动模式 

大多数因子对 LSWT 除了具有独立影响外，往往还与其他因子产生交互效应并表现出特定的协同驱

动模式。本研究中，通过 SHAP 分析计算得到 TEMP、PREC、LRAD、SRAD、PRES、SHUM 和 WIND

这 7 个因子两两组合的 21 对交互作用的 SHAP 值。虽然每组因子对不同湖泊的表层水温可能具有不同

的交互作用，但在整体上呈现出特定的协同驱动模式。50%以上的湖泊中都观察到线型、倒 U 型、效应

交叉型、阈值约束型等涉及 14 组因子交互效应的四类主导协同驱动模式(表 2)。 

2.2.1 线型模式 线型模式的总体特征是在因子强度均较弱时，两者交互效应与 LSWT 为负相关，但是这

种负相关作用随着交互因子强度的增强而逐渐减弱，达到临界值时则转变为正相关，然后再随着因子强

度的进一步增加，正相关作用则逐渐趋于稳定。在 21 组交互因子中有 4 组对 LSWT 的协同驱动模式呈

现为线型特征。其中 TEMP-LRAD 和 SRAD-PRES 两组最为广泛，分别在 67.92%（图 7-b）和 53.77%

（图 7-d）的湖泊中都表现为该类模式。以编号为 1440 和 14954 湖泊为例，其因子交互作用的 SHAP 值



 

 

与同类特征湖泊的空间分布如图7所示。以图 7-a所示的编号 1440的湖泊为例，当LRAD>240~250 W/m²、

TEMP>272.5~275K 时，LRAD 与 TEMP 的交互效应转变为正相关，随之逐渐趋于稳定。SARD 与 PRES

（图 7-c）的交互效应及其对 LSWT 协同驱动模式与前者类似，不过状态转换的临界值范围更宽一些

（SRAD>100~270 W/m²、PRES>53400~53800 Pa）。在高强度的 LRAD 与 SRAD 状态下，湖泊系统趋于

热平衡，进一步增加因子强度对 LSWT 的影响减弱，正相关作用趋于稳定。 

 

表 2 青藏高原 106 个湖泊中主导的协同驱动模式 

Tab.2 Dominant Synergistic Driving Patterns of 106 Lakes on the Tibetan Plateau 

协同驱动 

模式 

因子 1 因子 2 数量* 

（%） 

协同驱动

模式 

因子 1 因子 2 数量* 

（%） 

线型模式 TEMP LRAD 72(67.92%) 阈值约束

模式 

PREC PRES 106(100%) 

SRAD PRES 57(53.77%) PREC WIND 105(99.06%) 

倒 U 型 

模式 

SHUM TEMP 55(51.89%) PREC LRAD 101(95.28%) 

SHUM PRES 55(51.89%) PREC SHUM 98(92.45%) 

效应交叉型

模式 

WIND SHUM 75(70.75%) PRES TEMP 65(61.32%) 

WIND SRAD 65(61.32%) PRES WIND 58(54.72%) 

注：*表格里面只显示了在 106 个湖泊中的占比超过 50%的协同驱动模式 

Note: The table only shows the driving patterns that account for more than 50% in 106 lakes. 

 

 
图 7 线型协同驱动模式 

(a），(c)分别为 LRAD 与 TEMP、SRAD 与 PRES 之间交互作用的 SHAP 交互值，以及相应的线型协同驱动模式。(b)，(d)

为每种模式下湖泊的空间分布情况。红色表示 SHAP 值较高，而蓝色表示 SHAP 值较低。 

Fig.7 Linear synergistic driving pattern 

(a) and (c) are respectively the SHAP interaction values between TEMP and LRAD, SRAD and PRES, and their corresponding linear 

synergistic driving patterns. (b) and (d) show the spatial distribution of lakes under each pattern. Red indicates higher SHAP values, 
while blue denotes lower SHAP values. 

 

2.2.2 倒 U 型模式 倒 U 型交互效应的 SHAP 值会在某一临界条件时出现明显的曲线拐点，表明交互效应

开始发生转变。在 21 组交互因子中，有 5 组对 LSWT 的协同驱动模式呈现为倒 U 型特征。其中，SHUM

分别与 TEMP、PRES 的交互作用最具代表性，都存在于 51.89%的湖泊中（图 8-b, 图 8-d）。以编号为

14940 和 1367 湖泊为例的因子交互作用 SHAP 值与同类特征湖泊的总体空间分布如图 8 所示。以图 8-a

中编号 14940 的湖泊为例，SHUM 与 TEMP 对 LSWT 总体表现出负向的协同驱动效应。该效应先随着

SHUM 与 TEMP 的增强而减弱。当 SHUM 的浓度达到 0.002 kg kg-1 及 TEMP 达到 265~270 K 时达到最



 

 

小值而出现拐点。经过拐点后，负向的协同效应则开始持续增强，但强度变化速率不如拐点前。图 8-c 所

示的编号为 1367 的湖泊呈现出相似的协同驱动模式。当 SHUM>0.002 kg/kg 且 PRES>57000~57200 Pa

时，SHUM 与 PRES 对 LSWT 的协同驱动效应出现拐点。 

 
图 8 倒 U 型协同驱动模式 

(a）和(c)分别是 SHUM 与 TEMP、SHUM 与 PRES 之间的 SHAP 交互值，以及相应的倒 U 形协同驱动模式。(b)和(d)是每种

模式下湖泊的空间分布情况。 

Fig.8 Inverted U-shaped synergistic driving pattern 

(a) and (c) are respectively the SHAP interaction values between SHUM and TEMP, SHUM and PRES, and their corresponding 

inverted U-shaped synergistic driving patterns. (b) and (d) show the spatial distribution of lakes under each pattern. 

 

2.2.3 效应交叉型模式 在效应交叉型模式下，随着两个因子强度增强，会出现交互效应的强度和方向在

特定的临界值范围（拐点）实现交叉变化的趋势。在 21 组交互因子中，有 6 组对 LSWT 的协同驱动模

式呈现为效应交叉型特征。其中，WIND 分别与 SRAD、SHUM 的交互效应最为典型，分别呈现于 70.75%

（图 9-b）和 61.32%（图 9-d）的湖泊中。在整体尺度上，PRES 与 WIND 对 LSWT 的协同驱动模式也表

现同类模式。以编号为 1419 和 1448 湖泊为例的因子交互作用 SHAP 值与同类特征湖泊的总体空间分布

如图 9 所示。以图 9-a 所示编号为 1419 的湖泊为例，当 SHUM 与 WIND 的强度都较弱时，该交互效应

为负相关，随着因子的增强，交互效应的强度逐渐减弱。但当 SHUM 与 WIND 的强度超过临界值范围，

即 SHUM 超过 0.004~0.005 kg kg-1，WIND 超过 4.0~5.0 m s-1 时，交互效应依旧为负相关并逐渐增强。

相反，当 SHUM 的强度较弱，而 WIND 的强度较强时，该交互效应为正相关，随着 SHUM 的增强而

WIND 减弱时，交互效应的强度逐渐减弱。当 SHUM 的强度超过临界值范围，WIND 小于临界值范围时，

交互效应也为正相关并逐渐增强。图 9-c 所示编号为 1448 的湖泊中 SRAD 与 WIND 的交互作用对 LSWT

亦表现出类似的模式，其临界值出现在 SRAD 为 210~230 W m-2 及 WIND 为 3.0~4.0 m s-1 时。 

3.2.4 阈值约束型模式 在阈值约束型模式下，一个因子只有在特定的取值范围内才与另外一个因子形成

显著的协同驱动效应。在单个湖泊尺度上，在 21 组交互因子中，有 12 组对 LSWT 的协同驱动模式呈现

为阈值约束型模式。其中，PREC 与 PRES、WIND、LRAD、SHUM 和 TEMP 的这种协同驱动模式分别

在 100%、99.06%、95.28%、92.45%和 90.57%的湖泊中被观察到。PRES 与 LRAD、TEMP 和 WIND 的

交互作用则分别在 63.21%、61.32%和 54.72%的湖泊中表现出一致的模式。在整体尺度上，PREC 与其他

因子的交互作用亦呈现出阈值约束型驱动模式特征。以编号为 1472、15062 和 1401 湖泊为例的因子交

互作用 SHAP 值与不同模式湖泊的总体空间分布如图 10 所示。图 10-a 为编号 1472 的湖泊，其 PRES 强

度在 57000-57500 Pa 之间时，因子之间的正向协同驱动最为显著。而如图 10-b，在编号为 15062 的湖泊

中，PRES 强度在 55500~56000 Pa 之间时，则是负向协同驱动最为显著。图 10-c 为编号 1401 的湖泊，

其 PRES 与 PREC 的交互特征则是协同驱动方向不清，在同样的阈值范围内，同时表现出正负向协同驱

动。PRES 与 TEMP、SHUM、LRAD 的交互作用中，在阈值范围内，皆表现出负向协同驱动。 



 

 

 

 
图 9 效应交叉型协同驱动模式((a）和(c)分别是 SHUM 与 WIND、SRAD 与 WIND 之间的 SHAP 交互值，以及相应的效应

交叉型协同驱动模式。(b)和(d)是每种模式下湖泊的空间分布情况) 

Fig.9 Effect cross-driven pattern 

(a) and (c) are respectively the SHAP interaction values between SHUM and WIND, SRAD and WIND, and their 

corresponding effect cross-driven pattern patterns. (b) and (d) show the spatial distribution of lakes under each pattern. 

 

 
图 10 阈值约束型驱动模式 

(a）、(b)和(c)分别表示 PRES 与 PREC 之间相互作用的 SHAP 值，以及相应的阈值约束协同驱动模式。(a)为正阈值约束驱

动模式，(b)为负阈值约束驱动模式，(c)为模糊阈值约束驱动模式，(d)展示了呈现每种模式的湖泊的空间分布情况。 

Fig.10 Threshold-constrained driving pattern 

(a), (b) and (c) are respectively the SHAP interaction values between PRES and PREC, and their corresponding threshold-
constrained driving pattern patterns. (a) Positive threshold-constrained driving pattern; (b) Negative threshold-constrained driving 

pattern; (c) Fuzzy threshold-constrained driving pattern; (d) Spatial distribution of lakes exhibiting each pattern. 



 

 

3 讨论 

诸多研究表明，在全球气候变化的大背景下全球范围内的 LSWT 总体呈现上升态势[54, 55]。但已有的

多数研究主要聚焦于探究单一因子在湖泊表层水温变化进程中的驱动作用，鲜少有聚焦于因子间交互效

应定量解析及其协同驱动模式识别。本研究通过深度学习算法+SHAP 归因解释方法的融合分析，在深入

理解高原湖泊表层水温的驱动机制方面取得了新颖的见解。 

3.1 向下长波辐射和向下短波辐射是影响高原湖泊表层水温的主导驱动因子 

在驱动因素方面，气象条件被视为影响湖泊表层水温最直接的驱动力。各种气象要素对湖泊表层水

温驱动贡献的差异也是已有大多数研究关注的主要问题[56-58]。其中，气温被认为是最重要的影响因子之

一[59, 60]。在研究对象方面，平原和高原地区的湖泊都有丰富的研究和报道。但是，大多数高海拔地区的

湖泊远离人类活动的直接干扰，与平原地区相比，在区域气温水平、太阳辐射条件和云层覆盖特征等方

面存在显著差异。高海拔地区湖泊表层水温的独特性、敏感性及其背后可能的驱动机制差异性尚未得到

系统探讨。 

大量国内外研究成果显示，受地理环境与气候条件差异影响，平原与高原地区湖泊表层水温的主导

驱动因子存在显著分异特征。在平原地区，由于大气层较厚且气溶胶、水汽等物质含量相对较高，太阳

辐射在传输过程中被强烈削弱，致使其对湖泊水体的热量输入受限，进而显著降低了辐射对湖水的增温

效应。例如，Woolway 等人[61]对 1996-2011 年间 732 个大型湖泊的月均表层水温数据进行深度剖析，并

报告称，对于其中 60%的湖泊，温度对湖泊表层水温的影响比太阳辐射和近地表风速更为重要。Noori

等人[62]对芬兰一个平原湖泊的研究发现，在夏季时对湖泊表层水温变化影响最大的因子是气温。白等

人[63]则通过皮尔逊相关分析研究了中国西南部的洞庭湖，得出湖泊表层水温与同期平均气温之间的相

关性最强。 

对于高原地区的湖泊，由于其海拔的影响，辐射因子相较于平原地区更为强烈，已有学者表明辐射

因子对于湖泊表层水温的影响显著于气温。Wen 等人[64]通过使用一维湖泊热模型研究高原上的鄂陵

湖，发现向下长波辐射对湖泊表层水温的影响占总影响的 40%以上。Wang 等人[11]使用一维湖泊模型

Flake 研究了中国不同地区的 168 个湖泊，横向对比中国五个不同的湖泊分区，仅有青藏高原地区，其

向下长波辐射是影响湖泊表层水温上升的主要因子。Huang 等人[65]对中国大型湖泊表层水温变化的贡

献研究表明，在青藏高原以及蒙古高原地区受到辐射影响的占比与其他地区相比更大。此外，Lazhu 等

人[66]研究表明，在目前的湖泊物理模型中很大程度上忽略了太阳辐射在湖冰中的传输过程关键参数，

他们发现在青藏高原湖冰消融末期普遍存在湖温跃升现象，并强调了太阳辐射透过冰层加热湖水的重要

性。青藏高原地区湖泊还面临着湖泊冰盖的持续退缩，这会导致湖泊表面反照率降低，进而使太阳辐射

吸收增加，湖泊变暖更为明显[67]。 

在本研究中，无论是在总体层面还是单个湖泊层面，在几十年的时间跨度内或是全年的四个季节

中，向下长波辐射和短波辐射都是对青藏高原湖泊表层水温驱动贡献最大的前两个因子。一般而言，气

温、比湿和气压对湖泊表层水温的贡献相对较低。大多数高原湖泊和平原湖泊所呈现出的这种差异，很

可能是由于高原地区海拔高、大气稀薄。在整体尺度上，气压的作用显得更为突出，这是由于气压的变

化通常与大尺度的气候系统和天气模式相关联。青藏高原湖泊分布广泛，气压值之间差异较大，因而当

对多个湖泊进行整体研究时，气压可能通过影响这些气候变量间接地对湖泊表层水温产生更广泛的效

应。向下短波和向下长波辐射受大气的衰减作用较小，能够大量到达湖面，成为湖水的关键热源，从而

主导着水温的变化，本研究中涉及的青藏高原湖泊就是这种情况[11, 68]。 
3.2 高原湖泊水温变化存在四种主导协同驱动模式 

与单一因子的独立作用相比，因子之间的非线性相互作用对湖泊表层水温有着更为复杂且显著的协

同驱动效应[10, 69]。然而，经典的研究方法在这方面通常缺乏有效解译手段。例如，尽管原位观测方法能

够反映最准确的湖水温度及其变化情况[11]，但这种方法成本高、效率低，而且获取的数据量非常有限，

难以描述湖泊的完整空间范围和长期变化情况。尽管卫星遥感具有观测和分析大空间区域的能力[34]，但

它很容易受到时空分辨率、云层覆盖和太阳辐射等因子的限制。尽管确定性机理模型在很长一段时间内

一直是应用最广泛且被认可的方法[70]，但其有效性在很大程度上受到对湖水温度变化物理过程的理解程

度、数据质量、模型参数和边界条件等因素的影响。 

在本研究结果表明，深度学习模型+SHAP 的融合分析方法，能有效实现对湖泊表层水温变化复杂驱

动机制的定量解译和可视化识别。我们研究发现，无论是在总体层面还是个体层面，在青藏高原湖泊表

层水温的演变过程中，因子之间的交互效应是普遍存在的。在 106 个湖泊中，21 种交互作用中的 14 种

（占比 67%）在超过 50%的湖泊中都有被观察到，分别包括线型、倒 U 型、效应交叉型和阈值约束型模

式。其中，线型模式以向下长波辐射-气温（67.92%）、向下短波辐射-气压（53.77%）为主导。高原地区

空气密度较低，导致向下长波辐射通量相对较高，使得气温升高与长波辐射增强之间形成正反馈机制。



 

 

此外，高气温常伴随更多水汽和云量，进一步强化长波辐射与气温交互的增温效应，因此该模式在空间

上具有较高一致性。而短波辐射-气压因受云量、气溶胶干扰[71, 72]，呈现更强空间异质性。倒 U 型模式

主要由比湿-气温（70.75%）和比湿-气压（65.32%）驱动。低比湿时湖面蒸发加速[73]导致水温下降，交

互作用呈负效应；比湿升高至临界值时水汽扩散受阻，负效应减弱；超过阈值后气候条件剧变（如风速

增加或云量增多），水温再次降低；高比湿时系统趋近热力学平衡[74]，效应增强速率减缓。效应交叉型

模式突出表现为比湿-风速（70.75%）和短波辐射-风速（61.32%）。高风速增强湖水垂直混合[75]：冬季

低比湿/辐射条件下，深层暖水提升表层温度，交互作用呈正效应但随因子增强递减；夏季高比湿/辐射时

表层水温高于深层，交互作用转为负效应。低风速环境呈现反向规律。阈值约束型模式中，90%湖泊受

降水与多因子交互影响。正阈值约束及模糊阈值约束集中于太阳辐射更强的南部 [76]（占比

78.05%/65.63%），负阈值约束集中于北部（90.91%），产生此作用是由于强太阳辐射使南部湖泊对气压

-降水交互更敏感。 

综上，无论协同模式的类型如何，因子之间相互作用的强度和方向都与各因子的状态密切相关，在

交互效应中均存在常见的阈值约束。此外，不同因子与其他因子相互作用的“能力”也存在显著差异。

例如，独立驱动作用最强的长波辐射，在各种协同模式中也广泛存在，这意味着它不仅独立影响着高原

湖泊的水温，还擅长与其他因子以协同的方式相互关联。上述结果为进一步理解高原湖泊水温复杂的多

因子协同驱动机制，制定湖泊生态环境综合管控措施提供了新的支持。 

3.3 不足与展望 

然而，受研究时间与方法限制，仍存在可进一步拓展的方向。其一，尽管本研究已关注到高原湖泊

的独特性，但未将人为影响、湖泊形态、补给类型（如冰川融水、降水、地下水等）及周边生态环境等

纳入考量指标，后续研究可以通过更精细化的研究加以验证这些因素对湖泊水温的影响。其二，在湖泊

属性研究层面，未来可通过聚类分析、对比实验等方法，针对海拔、面积、补给类型等关键属性开展分

组探讨，这将有助于进一步挖掘不同类型湖泊水温变化的共性规律与特性差异，例如冰川融水补给型湖

泊对气温变化的敏感性、降水补给型湖泊与气象要素的关联机制等，从而为区域生态管理提供更具针对

性的理论支撑。 

4 结论 

单个因子因其自身特性，对 LSWT 的驱动贡献度各不相同。LRAD 和 SRAD 对青藏高原的 LSWT 有

着显著优先的主导影响，而 WIND 和 PREC 的影响则最小；TEMP、SHUM 和 PRES 产生的影响程度适

中。这些因子的影响在大小和方向上各有不同，其中 LRAD、SHUM、SRAD、TEMP 与 LSWT 呈现出强

烈的正相关关系，它们共同解释了湖泊表层水温变化中超过 80%的部分。总体而言，除了 PRES 和 WIND

的贡献度存在细微偏波动外，其他因子在整体和单个湖泊的尺度上的均表现一致趋势。 

因子之间还通过交互效应和特定的协调驱动模式影响着高原湖泊的表层水温变化。在青藏高原，无

论是从整体还是单个湖泊尺度来看，因子间交互效应都广泛存在。这些交互效应对因子各自取值变化较

为敏感，会随着阈值范围变化而表现出动态的驱动贡献度和正、负方向性。同时，不同湖泊之间的因子

间协同驱动模式存在显著差异。四类主导模式表现为线型模式、倒 U 型模式、效应交叉型模式和阈值约

束型模式。其中，线型模式表明随着影响因子取值的变化，交互效应保持稳定一致；而其他模式则表明，

在协同驱动过程中存在趋势变化的拐点和相应的阈值条件。 

本研究提出的深度学习与 SHAP 可解释性分析融合框架，突破了传统物理模型的参数依赖与认知局

限，为湖泊表层水温的研究提供新的视角。同时通过因子间交互作用及阈值的量化分析，揭示了气象因

子影响水温过程中的非线性特征与协同效应，为青藏高原湖泊管理提供科学依据与决策支持。 

 

致谢  数据来源于“国家青藏高原科学数据中心”(http://data.tpdc.ac.cn) 
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