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摘  要：河流是连接陆地、大气和海洋三大“ 碳库”之间生物地球化学过程的纽带，是全球水循环和碳循环过程的重要参与者。

河流二氧化碳分压“（pCO2）是反映河流水-气界面 CO2交换过程的关键指标，受多种自然和人为因素综合影响而表现出复杂的

时空变化，但目前对河流 pCO2主要控制因子及其作用的认识仍十分有限。研究以汉江流域为例，基于高空间分辨率月尺度数

据识别了河流 pCO2的时空分布特征，使用可解释性机器学习方法“（增强回归树模型“（BRT）和累积局域效应“（ALE））量化了

潜在控制因子的相对贡献率并解析了其控制作用。结果表明，汉江流域多年平均河流 pCO2呈现出从上游到下游的递增趋势，

且高于大气平均值。基于 k-Shape 聚类算法，汉江流域多年月平均河流 pCO2 的波动类型分为平稳（T1）、单峰（T2）和双峰

（T3）结构三类。BRT模型很好地模拟了汉江流域河流 pCO2的多年平均值和多年月平均值，在重复实验中表现出较高的模拟

效果（r > 0.86，NSE > 0.75）和可接受的误差（MAE < 212.18 μatm，RMSE < 274.16 μatm）。多年平均河流 pCO2主要受温度要

素控制，总相对贡献率约 66.1%。多年月平均河流 pCO2的控制因子相对贡献率在不同类型间差异较大，但温度要素仍发挥着

关键作用“（约 26.6% ~ 46.9%）。植被和水量要素分别在类型 T2和 T3中具有较高的贡献率，而水质要素的重要性相对有限“（小

于约 20.1%）。ALE分析结果揭示了河流 pCO2与潜在控制因子之间的非线性、非单调关系，且在多年平均和多年月平均尺度之

间、不同波动类型之间均表现出较大差异。研究揭示了汉江流域河流 pCO2的主要控制因子及其作用的复杂时空变化，提高了

对河流碳循环过程的认识。 
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Abstract: Rivers are links connecting the biogeochemical processes among terrestrial, oceanic, and atmospheric carbon pools, 

and are important participants in the global water and carbon cycles. Riverine partial pressure of carbon dioxide (pCO2) is a key 

indicator reflecting the CO2 exchange process at the riverine water-air interface, which exhibits complex spatiotemporal variations 

due to the co-impacts of various natural and anthropogenic factors. However, the current understanding of the main controlling 

factors and their effects on riverine pCO2 is still limited. In this study, the spatiotemporal distribution characteristics of riverine 
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pCO2 were identified, and the relative contributions and controlling effects of potential controlling factors were quantified and 

revealed using an interpretable machine learning method (boost regression tree (BRT) and accumulated local effects (ALE)), 

based on monthly datasets with high spatial resolution in the Hanjiang River Basin (HRB). Results indicated that multi-year 

average riverine pCO2 in the HRB showed an increasing trend from upstream to downstream, and was higher than the atmospheric 

average. The fluctuation type of multi-year monthly average riverine pCO2 in the HRB could be classified into three types based 

on the k-Shape clustering algorithm, with stationary (T1), unimodal (T2), and bimodal (T3) structures, respectively. The BRT 

model effectively simulated the multi-year average and multi-year monthly average values of riverine pCO2 in the HRB, showing 

high performance (r > 0.86, NSE > 0.75) and acceptable errors (MAE < 212.18 μatm, RMSE < 274.16 μatm) in replicate 

experiments. Multi-year average riverine pCO2 was primarily influenced by temperature factors, accounting for approximately 

66.1% of the total relative contribution rate. The relative contributions of the controlling factors for multi-year monthly average 

riverine pCO2 exhibited significant variation among each fluctuation type, while temperature continued to play a critical role 

(approximately 26.6%-46.9%). The findings of the study demonstrated that vegetation and water quantity factors exerted a 

significant influence on types T2 and T3, respectively. Conversely, the importance of water quality factors was found to be 

comparatively negligible, with their contribution ranging below 20.1%. The non-linear and non-monotonic relationships between 

riverine pCO2 and its potential controlling factors were revealed based on ALE analysis, and showed significant differences 

between multi-year average and multi-year monthly average scales, as well as between different fluctuation types. The present 

study revealed the complex spatiotemporal variations of the main controlling factors and their effects on riverine pCO2 in the 

HRB, thus improving the understanding of riverine carbon cycle processes. 

Keywords: partial pressure of carbon dioxide; spatiotemporal pattern; controlling factor; interpretable machine learning; the 

Hanjiang River Basin 

 

自然生态系统中的水循环和碳循环过程紧密耦合互馈[1]，对地球各圈层之间的物质迁移和能量转化具

有重要影响。河流不仅是全球水循环系统的组成部分，还是连接陆地、大气和海洋三大 碳库”的纽带，

在将陆地碳向海洋输送的同时还通过活跃的代谢过程与大气进行碳交换[2, 3]，发挥着连接流域水循环和碳

循环过程的桥梁作用。随着气候变化和人类社会发展，河流温室气体排放问题已经成为国际关注的焦点。

据估算，全球河流每年向大气排放的碳量大约是向海洋输送量的两倍[4]，因此河流被视为大气二氧化碳

（CO2）的重要贡献者。河流二氧化碳分压（pCO2）反映了河流水-气界面的 CO2交换方向和量级大小，

是揭示河流碳循环过程的重要指标[5]。在大力推进落实“ 双碳目标”“（碳达峰与碳中和）的背景下，厘清河

流 pCO2时空格局及其控制因子，有助于合理制定流域温室气体减排和河流生态保护策略，实现国家经济

绿色低碳转型和可持续发展。 

受复杂自然环境和人类活动共同影响，河流 pCO2呈现出显著的时空差异。在空间上，河流 pCO2水

平在不同区域之间差异较大，如干流和支流、上游和下游、不同土地利用类型的地区之间等[3, 6-8]。在时间

上，河流 pCO2呈现出年内、季节、日内和风暴事件驱动的变化[9, 10]。河流 pCO2的时空变化与气候、水文、

水质、土地利用类型等因素密切相关[11-13]，主要控制因子及其作用也呈现出显著的时空差异[14]。例如，

Wang 等[15]指出河流 pCO2 与环境变量的关系在不同城市化水平的地区之间差异较大；Ni 等[16]发现河流

pCO2在湿季与海拔和溶解性有机碳浓度显著相关，而在干旱期则不然。目前，对河流 pCO2主要控制因子

及其作用的认识仍然有限，亟需开展相关研究系统揭示河流 pCO2的控制机理。 

目前，大量研究使用相关分析、回归分析、主成分分析和冗余分析等方法探讨了河流 pCO2的控制因

子及其作用[14, 17-19]。尽管这些方法建立了河流 pCO2与其潜在控制因子之间的关系，但它们难以同时实现

自变量之间共线性的处理、自变量相对贡献率的量化以及自变量和因变量之间响应关系的揭示[20, 21]，导致

对河流 pCO2控制因子的理解仍十分有限。作为一种数据驱动技术，机器学习方法可以建立自变量与因变

量之间的映射关系，对非线性关系也具有良好的效果[22]，其中一些方法还能够有效处理自变量之间的共线

性并量化它们的相对贡献率[23, 24]。为了更好地理解机器学习方法建立的自变量与因变量之间的响应关系，

机器学习的可解释性技术已被广泛应用，如部分依赖图“（PDP）、局部可解释的模型无关阐释“（LIME）、沙



 

 

普利加和解释（SHAP）和累积局域效应（ALE）等[25, 26]。然而，由于对数据量的需求较高，在之前对河

流 pCO2及其控制因子的研究中机器学习方法的应用十分有限。 

汉江流域河流水系丰富，是我国重要的生态功能区和南水北调中线工程的水源地，流域内部自然环境

和人类活动复杂，水循环和碳循环过程也呈现出显著的时空差异[27, 28]。研究指出，在不同的碳排放情境下

汉江流域的径流量呈现出不同的变化特征，直接影响南水北调工程未来的可调水量和水资源管理策略[29]。

因此，揭示汉江流域河流 pCO2时空格局及其控制机理有助于准确估算流域碳排放水平，为合理制定流域

温室气体减排政策与水利工程碳调控方案提供科学支撑。本研究使用高空间分辨率的月尺度数据集提取汉

江流域河流 pCO2分析其时空格局，进一步以月尺度的水量“（降水量和径流量）、温度“（平均气温和地表温

度）、植被（净初级生产力和归一化植被指数）和水质（生化需氧量和总溶解固体）要素作为潜在控制因

子，采用可解释性机器学习方法量化了各潜在控制因子的相对贡献率并解析了其控制作用。 

1 数据与方法 

1.1 研究区域 

汉江发源于陕西省秦岭南麓，于湖北省武汉市注入长江，干流长约 1577 km，是长江最大的支流。汉

江流域位于长江中游，介于东经 106.09°~114.29°、北纬 30.07°~34.20°之间，流域面积约 15.9万 km2，属亚

热带季风气候。流域地势西高东低，分布着众多重要水利工程，土地利用类型以林地和耕地为主，受人类

活动影响较为剧烈[30, 31]。如图 1所示，汉江流域河流水系发达，支流众多。为满足后续分析需要，本研究

使用 ArcMap 软件将汉江流域划分为 0.1°×0.1°的网格（图 1b），其中仅零星网格无河段分布（基于河流

pCO2数据产品的河段）。 

 

图 1 研究区域 

Fig. 1 Study area 

1.2 数据与预处理 

本研究使用的河流 pCO2数据是 Liu等[32]在全球尺度上估算的高空间分辨率、月尺度数据产品，其中

汉江流域的数据与其它研究中报告的实测值或基于水化学参数的估算值具有较高的一致性[11, 14, 33]。同时，

基于相关研究结果和汉江流域月尺度数据的可用性，本研究在分析河流 pCO2的主要控制因子及其控制作

用时选择了对河流碳循环过程具有重要影响的水量、温度、植被和水质四类潜在控制要素[4, 13, 34-39]，包括

降水量“（P）、径流量“（R）、平均气温“（AirT）、地表温度“（LST）、净初级生产力“（NPP）、归一化植被指数

（NDVI）、生化需氧量（BOD）和总溶解固体（TDS）。本研究使用的数据均来自公开发布的月尺度数据

产品，空间分辨率和时间跨度有所不同，因此进行以下数据预处理步骤：首先，使用 ArcMap软件将空间

分辨率较低的数据产品（大于 1 km×1 km）重采样至 0.01°×0.01°，以满足后续计算需要；随后，使用

RStudio软件将所有变量数据计算到图 1b所示的 0.1°×0.1°网格尺度上，其中无河段的网格不用于后续分

析计算；最后，使用 RStudio软件计算所有变量数据的多年平均值和多年月平均值，在计算时仅使用数据

产品中介于 2011年~2018年期间的数据记录。数据产品的详细信息如附表所示。 

1.3 分析方法 

1.3.1 k-Shape 聚类算法 k-Shape聚类算法常用于时间序列数据的聚类分析，该算法基于归一化互相关算法

衡量时间序列数据之间的距离（即基于形状的距离），并通过迭代将时间序列数据分为给定的 k类[40, 41]。

在进行聚类分析时，常使用基于误差平方和（SSE）的肘方法确定最佳的分类数目[42, 43]。一般而言，更多



 

 

的分类数目意味着每个类中的样本更接近分类中心，即 SSE随着分类数目的增加而减小。肘方法的原理是

将 SSE 下降率开始放缓的点所对应的分类数目识别为最佳分类数目。本研究使用 Matlab 软件将肘方法实

验重复进行了 10次，以确定汉江流域多年月平均河流 pCO2波动类型的最佳分类数目 k。 

1.3.2 增强回归树机器学习方法 增强回归树模型“（BRT）是一种基于传统分类回归树算法开发的机器学习

方法，兼具回归树和增强算法的优势，擅长处理非线性问题，能够充分考虑自变量间的共线性和交互作用，

还能量化自变量的相对贡献率[23, 44-46]。本研究使用 RStudio软件的 dismo”包实现 BRT建模，模型主要

的两个参数，即树复杂度和学习率，分别设置为 5和 0.01。BRT模型的模拟和相对贡献率分析过程被重复

100次，在每次模拟时随机选择 75%的样本作为训练集，剩余 25%作为测试集。使用四个指标来评价模型

的效果，即 Spearman秩相关系数“（r）、纳什效率系数“（NSE）、平均绝对误差“（MAE）和均方根误差“（RMSE）。

r适用于检验原始数据与模拟数据之间的线性相关性，NSE可以综合衡量原始数据与模拟数据之间的波动

性吻合程度，MAE反映了模拟数据的总体误差，RMSE则反映了模拟数据的离散程度，综合四个指标的结

果能够全面评价模型的整体性能。指标计算公式如下： 
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式中，xorig
i 和xsim

i 分别是原始数据序列和模拟数据序列中的第 i个值；xorig̅̅ ̅̅ ̅和xsim̅̅ ̅̅̅分别是原始数据序列和模拟

数据序列的平均值；n是数据序列的长度。 

1.3.3 累积局域效应后解释技术 累积局域效应“（ALE）可以用于解释机器学习模型中因变量与自变量之间

的关系，该方法通过对其它自变量的影响进行平均将模型简化为仅依赖单一自变量的函数，从而揭示单一

因变量分别与多个自变量之间的关系。ALE方法的运算效率较高，当自变量之间存在相关性时也能表现出

较好的效果[47, 48]，适用于本研究中河流 pCO2控制因子作用的分析。在本研究中，ALE分析也使用 RStudio

软件实现，在每次 BRT模拟时均进行 ALE分析，即 ALE分析也重复了 100次。 

2 结果与分析 

2.1 汉江流域河流 pCO2时空格局 

 

图 2 汉江流域多年平均河流 pCO2空间分布图 

Fig. 2 Spatial distribution of multi-year average riverine pCO2 in the Hanjiang River Basin 

汉江流域多年平均河流 pCO2的空间分布如图 2所示，整体呈现出从上游到下游的递增趋势且高于大

气平均值（约 380 μatm[32]），表明汉江流域的河流为 CO2排放源。使用 k-Shape聚类算法和肘方法对汉江

流域多年月平均河流 pCO2 的波动特征进行分类（图 3a），结果表明波动特征应被分为平稳（T1）、单峰

（T2）和双峰“（T3）结构 3类“（图 3b）。类型 T1和 T2分布在汉江流域中上游地区，河流 pCO2在夏季和

秋季较高，二者之间的波动特征差异较小，类型 T1 更为平稳，类型 T2 则具有相对明显的单峰结构（图 



 

 

3c）。类型 T3呈现出明显的双峰结构，主要分布在汉江流域中下游地区，河流 pCO2在春季最高。多年月

平均河流 pCO2波动特征的显著空间差异表明汉江流域的河流具有不同的 CO2排放高峰期。 

 
图 3 汉江流域多年月平均河流 pCO2波动特征分类 

Fig. 3 Classification of fluctuations of multi-year monthly average riverine pCO2 in the Hanjiang River Basin 

2.2 多年平均河流 pCO2的控制因子及其作用 

基于河流 pCO2及 8个潜在控制因子的多年平均值在整个汉江流域建立 BRT模型并进行 ALE分析。

表 1展示了 100次重复实验中训练集和测试集的效果，图 4a展示了模型整体的模拟结果和效果。BRT模

型表现良好，模拟值与原始值在 1:1线附近紧密分布，在整个汉江流域显示出很强的相关性和可接受的误

差“（图 4a）。然而，在整个汉江流域的模拟结果中，模型模拟的类型 T1和 T3的多年平均河流 pCO2误差

较大“（图 4b和图 4d）。由于不同波动类型中包含的网格数量不同“（类型 T1、T2和 T3分别包含 588、658

和 273个网格），导致 BRT模型训练时对网格数量较少的类型的模拟效果较差。这表明在后续分析多年月

平均河流 pCO2的控制因子时，有必要对不同波动类型分别进行 BRT 建模，以减少其他类型的干扰。此

外，四个评价指标在 100 次重复实验中的标准差较小，表明 BRT 模型的结构较为相似。综上所述，BRT

模型的模拟效果稳定，8个潜在控制因子能够有效地模拟多年平均河流 pCO2。 

表 1 BRT模型在训练集和测试集对多年平均河流 pCO2的模拟效果 

Tab. 1 Simulation performance of the BRT model on multi-year average riverine pCO2 in training and testing sets 

评价指标 训练集 测试集 

r 0.92±0.002 0.89±0.008 

NSE 0.95±0.002 0.84±0.02 

MAE / μatm 94.13±1.79 146.46±6.19 

RMSE / μatm 131.28±2.87 227.78±12.61 

表中的评价指标值为 100次重复实验的模拟效果的平均值和标准差。 



 

 

 

图 4 BRT模型对多年平均河流 pCO2的模拟效果 

Fig. 4 Simulation performance of the BRT model on multi-year average riverine pCO2 

根据 BRT 模型的结果量化了潜在控制因子的相对贡献率，100 次重复实验的平均值和标准差如图 5

所示。汉江流域多年平均河流 pCO2最重要的三个控制因子分别为 LST、AirT和 TDS，总相对贡献率超过

75.0%。其它潜在控制因子的重要性较低，相对贡献率均小于 6.0%。整体而言，温度要素主导了汉江流域

多年平均河流 pCO2的空间分布，特别是 LST，水量和植被要素的作用则相当有限。 

 

 
图 5 控制因子对多年平均河流 pCO2的相对贡献率 

Fig. 5 Relative contribution of controlling factors to multi-year average riverine pCO2 

 

基于 ALE 方法识别潜在控制因子对汉江流域多年平均河流 pCO2的控制作用，结果表明多年平均河

流 pCO2与潜在控制因子之间的关系是非线性和非单调的（图 6）。多年平均河流 pCO2随 AirT、LST 和

BOD的增加而非线性增大，随 NPP、NDVI和 TDS的增加而先增大后减小。AirT和 LST分别在约 13.0 ℃

和 11.9 ℃以上对多年平均河流 pCO2发挥较强的提升作用，BOD在约 50.3 mg·L-1以上时作用较强。NPP

和 NDVI的提升作用分别在约 14.6 gC·m-2和 0.45以上时较强，在约 26.3 gC·m-2和 0.58时发生转折并呈现

出微弱或较强的降低作用。在 TDS低于 5578.7 mg·L-1时呈现出提升作用，随后表现出降低作用。多年平



 

 

均河流 pCO2与 P和 R的关系十分复杂，表现出显著的非线性关系。 

2.3 多年月平均河流 pCO2的控制因子及其作用 

用不同波动类型所对应区域的河流 pCO2和潜在控制因子的多年月平均值分别建立 BRT模型，模型模

拟效果如表 2和图 7所示。与在整个汉江流域模拟多年平均河流 pCO2的效果相比，不同波动类型分别建

模的方式提升了 BRT模型的模拟效果，特别是类型 T1（NSE增加约 0.44）。相似地，BRT模型的稳定性

较高，8个潜在控制因子能够有效地模拟多年月平均河流 pCO2。BRT模型对类型 T2的模拟效果最好，类

型 T1 的 NSE 指标小于类型 T2，类型 T3 则具有较大的模拟误差。指标 NSE 对高值的模拟效果较为敏感
[49]，类型 T1的多年月平均河流 pCO2的高值占比相对较小“（图 3），可能导致了 BRT模型对类型 T1高值

区的模拟效果较差。对于类型 T3而言，其模拟误差较大的原因可能是模型样本数量相对较少和多年月平

均河流 pCO2的波动性和离散程度较大。 

 

 

图 6 控制因子对多年平均河流 pCO2的累积局域效应 

Fig. 6 Accumulated local effects of controlling factors on multi-year average riverine pCO2 

 

表 2 BRT模型在训练集和测试集对不同波动类型的多年月平均河流 pCO2的模拟效果 

Tab.2 Simulation performance of the BRT model on multi-year monthly average 

 riverine pCO2 of different fluctuation types in training and testing sets 

类型 r NSE MAE / μatm RMSE / μatm 

T1 
训练集 0.87±0.002 0.77±0.002 85.63±0.47 111.60±0.61 

测试集 0.85±0.006 0.70±0.009 95.38±1.45 125.84±2.15 

T2 
训练集 0.90±0.001 0.89±0.003 83.58±0.73 121.57±1.32 

测试集 0.88±0.005 0.84±0.012 94.52±2.05 147.85±5.37 

T3 
训练集 0.88±0.002 0.78±0.004 201.41±1.92 258.98±2.16 

测试集 0.81±0.011 0.67±0.017 244.64±5.94 315.44±8.10 

表中的评价指标值为 100次重复实验的模拟效果的平均值和标准差。 

 

不同波动类型的多年月平均河流 pCO2的主要控制因子呈现出较大差异（图 8）。对于类型 T1，温度

要素仍发挥着最重要的作用，AirT 和 LST 是最重要的控制因子；水质要素的总贡献率紧随其后，但就单

个控制因子而言，NDVI重要性更高。类型 T2与 T1的主要控制因子相似，但 NDVI比 AirT和 LST更重



 

 

要。水量要素对类型 T1和 T2的控制作用均十分有限，但在类型 T3中发挥着最为重要的作用，P的相对

贡献率接近 40.0%。温度要素对类型 T3的控制作用虽然有所降低，但总贡献率仍在 25.0%以上。 

 

 
图 7 BRT模型对不同波动类型的多年月平均河流 pCO2的模拟效果 

Fig. 7 Simulation performance of the BRT model on multi-year monthly average riverine pCO2 of different fluctuation types 

 

 
图 8 控制因子对不同波动类型的多年月平均河流 pCO2的相对贡献率 

Fig. 8 Relative contributions of controlling factors to multi-year monthly average riverine pCO2 of different fluctuation types 

潜在控制因子与不同波动类型的多年月平均河流 pCO2的关系也呈现出显著的差异“（图 9）。潜在控制

因子与类型 T1和 T2的多年月平均河流 pCO2的关系较为相似，但与类型 T3的关系则十分不同。水量要

素在类型 T1和 T2中的控制作用较为稳定，多年月平均河流 pCO2随着 P的增大表现出先缓慢减低后缓慢

升高并相对趋于稳定的特征，随着 R 的增大则表现出先增加后趋于稳定的特征。而对于类型 T3，水量要

素对多年月平均河流 pCO2呈现出很强的提升作用，在 P和 R分别达到约 79.8 mm和 135.3 mm以上时相

对稳定。温度要素对类型 T1和 T2的多年月平均河流 pCO2表现出提升作用，但对类型 T3则表现出降低

作用。当 NPP 相对较低时，对三类多年月平均河流 pCO2均呈现出提升作用，随后表现出轻微（类型 T1

和 T2）或明显（类型 T3）的 U型”关系。类型 T1和 T2的多年月平均河流 pCO2随着 NDVI的增加呈

现出近似线性的下降趋势，类型 T3则表现出非线性上升趋势。水质要素与类型 T3的多年月平均河流 pCO2

的关系同样与类型 T1 和 T2 差别很大。对于类型 T3 而言，多年月平均河流 pCO2随着 BOD 的增加而增

加，随着 TDS的增加先降低后趋于稳定；对于类型 T1和 T2，多年月平均河流 pCO2与 BOD的关系则表

现出先降低后轻微提升的特征，与 TDS则呈现出先迅速提升后缓慢提升的特征。 



 

 

 

图 9 控制因子对不同波动类型的多年月平均河流 pCO2的累积局域效应 

Fig. 9 Accumulated local effects of controlling factors on multi-year monthly average riverine pCO2 of different fluctuation types 

3 讨论 

3.1 河流 pCO2的时空异质性 

受有机质来源与浓度、水生生态系统代谢以及其他水文过程等共同影响，河流 pCO2呈现出显著的时

空异质性。研究表明，低海拔的农业河流往往比山区河流具有更高的水体 pCO2
[50]。与以山地森林为主的

中上游地区相比，汉江流域中下游地区地势相对平坦，土地利用类型以耕地和城市为主[51, 52]，河流 pCO2

较高。对于月波动特征而言，汉江流域中上游地区的河流 pCO2在夏季和秋季较高，与其它位于长江流域

的研究结果相似[53-55]。在汉江流域中下游地区，河流 pCO2在春季最高，这可能是由于夏季和秋季“（雨季）

丰富的降水量和径流量引起较强的稀释效应以及水体中不稳定的有机物组分被优先消耗导致的[55, 56]。此

外，以往的研究指出，长江流域河流 pCO2的时间波动特征在流域上下游、河流干支流之间普遍存在差异，

整体表现出下游和支流的波动相对剧烈的特点[3, 57]，与本研究的结果较为一致。 

3.2 河流 pCO2的控制因子作用及重要性差异 

潜在控制因子对河流 pCO2的控制作用通常具有两面性。水量要素对河流 pCO2的作用方式主要包括

稀释和冲刷效应，丰富的 P和 R能够直接稀释水体中的 CO2导致 pCO2降低，但同时也将大量的陆地碳冲

刷进河流（包括直接补充至水体的土壤 CO2 和可被河流生态系统利用的其它化合物），间接提升了河流

pCO2
[15, 56, 58, 59]。温度要素通过控制生物过程和气体溶解度来调节河流 pCO2，较高的温度有利于水生生态

系统的微生物代谢和陆地生态系统生产，但也促进了水生植物对 CO2的消耗并降低了水体 CO2的溶解度，

对河流 pCO2产生复杂影响[18, 60-62]。陆地植被要素对河流 pCO2的影响同样具有两面性，茂密的植被一方

面提高了陆地生态系统对河流生态系统的有机物补充潜力，另一方面则削弱了降雨-径流的冲刷作用，降

低了陆地碳向河流的转移能力[3, 36]。水质要素通过控制水体中CO2生产和消耗过程之间的平衡对河流 pCO2

产生影响，如富营养化的水体导致藻类和水生植物快速生长消耗 CO2，降低水体 pCO2；而随之增加的死

亡和分解的生物量则通过增强水生系统呼吸作用促进 CO2生产，提升水体 pCO2
[37, 38, 63]。 

河流 pCO2是多种控制因子综合作用的结果[8, 13, 64]，因此在不同波动类型所对应的区域中，潜在控制

因子的波动特征差异“（图 10）也导致了汉江流域多年月平均河流 pCO2的控制因子重要性及其作用十分不

同。与之前相近纬度地区的研究结果相似，气候要素“（如水量和温度要素）对河流 pCO2的影响通常较强；

其中，温度要素的重要性也通常高于水量要素[13, 34]。对于植被要素而言，NDVI的重要性高于 NPP[36]，这

可能是由于植被对陆地碳向河流输送过程的控制作用是其影响河流 pCO2的主要途径。水质要素对多年月

平均河流 pCO2的相对贡献率在类型 T3中最低，表明水体中的营养要素在营养丰富的河流中对 pCO2的调

节作用弱于营养匮乏的河流[15]。 



 

 

潜在控制因子对河流 pCO2可能表现出相反的控制作用[6, 14, 37]，这在本研究中也得到了验证。潜在控

制因子的主导控制作用在不同环境条件下可能存在差异。在森林和草地密布的汉江中上游地区（类型 T1

和 T2），陆地植被生产“（NPP）对河流碳起到了补充作用，但茂密的植被“（NDVI）也抑制了陆地碳向河流

的转移，进而削弱了水量要素对河流 pCO2的提升作用。同时，温度升高对河流及其周边陆地生态系统代

谢活动的促进作用补充了水体 CO2，弥补了溶解度下降引起的河流 pCO2降低。对于水质要素，BOD升高

对河流 pCO2的降低作用可能是水生植物对 CO2的消耗大幅提升造成的，而 TDS 的增加可能更有利于水

体碳酸盐系统产生 CO2
[39]。相反地，汉江中下游地区分布着大量耕地（类型 T3），潜在控制因子对河流

pCO2 的主导控制作用与中上游地区显著不同。植被生长对河流碳的补充作用可能占据了主导地位，同时

相对较低的 NDVI“（图 10f）对降雨-径流冲刷效应的抑制作用有限，水量要素对河流 pCO2的提升作用增

强。温度要素对水生植物消耗 CO2过程的促进作用更强，CO2溶解度的降低也加剧了河流 pCO2的降低。

农业和城市河流面临更严重的富营养化问题，BOD升高可能进一步促进了水生植物的死亡和微生物代谢，

使河流 pCO2升高；而 TDS对农业河流的 CO2排放过程具有较强的促进作用[38]，降低了河流 pCO2。 

 

图 10 不同波动类型中各控制因子的多年月平均值 

Fig. 10 Multi-year monthly average values of each controlling factor in different fluctuation types 



 

 

3.3 研究的局限性 

本研究识别了汉江流域河流 pCO2 的时空格局及其主要控制因子，揭示了不同控制因子对河流 pCO2

的作用，但存在一定的局限性。首先，为识别河流 pCO2在大空间尺度上（整个汉江流域）的时空格局，

本研究使用高空间分辨率、月尺度的估算数据代替有限和离散的现场采样监测数据进行分析。然而，估算

数据本身存在一定的不确定性，精确可靠的现场采样监测仍是辅助分析大型河流 pCO2时空格局的重要途

径。其次，尽管本研究选择的 8个潜在控制因子很好地解释了汉江流域河流 pCO2的时空格局，但受数据

限制，本研究使用的潜在控制因子相对有限，评估的相对贡献率可能存在偏差。在数据资料充分时，更多

影响河流碳循环过程的因子应被纳入模型“（如流速、水温、氮磷等营养物质浓度、地下水和土壤理化性质

等），以更加全面地解析河流 pCO2的控制因子及其控制作用。最后，潜在控制因子的主导控制作用在不同

波动类型之间存在差异，这可能是潜在控制因子之间的交互作用导致的。尽管 BRT 模型已经考虑了潜在

控制因子之间的交互作用，但其对河流 pCO2时空格局及其控制因子主导作用的影响尚不清楚。综上，为

系统揭示河流水-气界面碳交换过程的控制因子及其控制机理，应通过开展现场采样监测和开发高时空分

辨率的数据集等途径构建更加全面的河流 pCO2及其潜在控制因子体系，并针对潜在控制因子之间的交互

作用开展深入分析。 

4 结论 

（1）汉江流域河流 pCO2呈现出显著的时空差异，多年平均河流 pCO2呈现出从上游到下游的递增趋

势，多年月平均河流 pCO2波动特征可被分为平稳“（T1）、单峰“（T2）和双峰“（T3）结构 3类，类型 T1和

T2的河流 pCO2在夏季和秋季相对较高，类型 T3则在春季达到峰值。 

（2）BRT 模型可以较好地模拟汉江流域河流 pCO2的多年平均值和多年月平均值，表现出较高的拟

合效果（r > 0.86、NSE > 0.75）和可接受的误差（MAE < 212.18 μatm、RMSE < 274.16 μatm），模型模拟效

果在重复实验中相差不大，表明 BRT模型结构较为稳定，8个潜在控制因子能够有效反映河流 pCO2的时

空格局。 

（3）温度要素是河流 pCO2的主要控制因子，尽管在类型 T2 和 T3 中重要性有所降低；水量和植被

要素对多年平均河流 pCO2的重要性相对有限，但对多年月平均河流 pCO2的重要性有所提升；水质要素

的重要性则相对稳定。 

（4）基于 ALE方法揭示了河流 pCO2与潜在控制因子之间的非线性、非单调关系，潜在控制因子对

河流 pCO2的控制作用强度和效果复杂多变，在多年平均和多年月平均尺度之间、不同波动类型之间呈现

出显著的差异。 

5  附件 

  附表 I 见电子版（DOI: 10.18307/2026.0123 ）. 
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附表 I 数据产品信息 

Append. Tab.I Information of data products 

数据变量 数据集 
空间分 

辨率 
时间跨度 

数据 

类型 
数据来源 

pCO2 

Monthly pCO2, gas 

transfer velocity and CO2 

efflux rate in global 

streams and rivers (the 

GRADES river networks) 

1 km / GeoTIFF 

Liu等[32]，https://datadryad.

org/stash/dataset/doi:10.506

1/dryad.d7wm37pz9 

水

量 

P 
1901-2023年中国 1km分

辨率逐月降水量数据集 
1 km 1901 ~ 2023 NetCDF 

Peng等[65]，https://www.ge

odata.cn/data/datadetails.ht

ml?dataguid=19289185241

0344&docId=491 

R 

中国天然径流量格点数

据集 CNRD v1.0（1961-

2018） 

0.25° 1961 ~ 2018 NetCDF 

Gou等[66]，https://www.tpd

c.ac.cn/zh-hans/data/8b6a12

c7-c8f9-465a-b449-852fbff

51853/ 

温

度 

AirT 

1901-2023 年中国 1 km

分辨率逐月平均气温数

据集 

1 km 1901 ~ 2023 NetCDF 

Peng等[65]，https://www.ge

odata.cn/data/datadetails.ht

ml?dataguid=16430478553

6614&docId=2297 

LST 
中国地表温度数据集

（2003-2017） 
5.6 km 2003 ~ 2017 GeoTIFF 

Zhao等[67]，https://data.tpd

c.ac.cn/zh-hans/data/055dfa

65-e097-4000-9bda-992def

32969f 

植

被 

NPP 

北纬 18°以北中国陆地生

态系统逐月净初级生产

力 1 公里栅格数据集

（1985-2015） 

1 km 1985 ~ 2015 GeoTIFF 

Chen[68]，https://www.geod

oi.ac.cn/WebCn/doi.aspx?Id

=1212 

NDVI 

中国 8 km 分辨率逐月

NDVI数据集“（1982-2022

年） 

8 km 1982 ~ 2022 GeoTIFF 

https://www.geodata.cn/data

/datadetails.html?dataguid=

239118756960240 

水

质 

BOD 

Global surface water 

quality from 1980 - 2019, 

derived from the 

dynamical surface water 

quality model (DynQual) 

at 0.5 degree spatial 

resolution 

0.5° 1980 ~ 2019 NetCDF 
Jones等[69]，https://zenodo.

org/records/10155484 

TDS 

注：数据产品下载自 Dryad 数据库（ https://datadryad.org/ ）、国家地球系统科学 数据中心

（https://www.geodata.cn/）、国家青藏高原科学数据中心“（https://www.tpdc.ac.cn/）、全球变化科学研究数据

出版系统（https://www.geodoi.ac.cn/）和Zenodo数据库（https://zenodo.org/） 

https://datadryad.org/stash/dataset/doi:10.5061/dryad.d7wm37pz9
https://datadryad.org/stash/dataset/doi:10.5061/dryad.d7wm37pz9
https://datadryad.org/stash/dataset/doi:10.5061/dryad.d7wm37pz9
https://www.geodata.cn/data/datadetails.html?dataguid=192891852410344&docId=491
https://www.geodata.cn/data/datadetails.html?dataguid=192891852410344&docId=491
https://www.geodata.cn/data/datadetails.html?dataguid=192891852410344&docId=491
https://www.geodata.cn/data/datadetails.html?dataguid=192891852410344&docId=491
https://www.tpdc.ac.cn/zh-hans/data/8b6a12c7-c8f9-465a-b449-852fbff51853/
https://www.tpdc.ac.cn/zh-hans/data/8b6a12c7-c8f9-465a-b449-852fbff51853/
https://www.tpdc.ac.cn/zh-hans/data/8b6a12c7-c8f9-465a-b449-852fbff51853/
https://www.tpdc.ac.cn/zh-hans/data/8b6a12c7-c8f9-465a-b449-852fbff51853/
https://www.geodata.cn/data/datadetails.html?dataguid=164304785536614&docId=2297
https://www.geodata.cn/data/datadetails.html?dataguid=164304785536614&docId=2297
https://www.geodata.cn/data/datadetails.html?dataguid=164304785536614&docId=2297
https://www.geodata.cn/data/datadetails.html?dataguid=164304785536614&docId=2297
https://data.tpdc.ac.cn/zh-hans/data/055dfa65-e097-4000-9bda-992def32969f
https://data.tpdc.ac.cn/zh-hans/data/055dfa65-e097-4000-9bda-992def32969f
https://data.tpdc.ac.cn/zh-hans/data/055dfa65-e097-4000-9bda-992def32969f
https://data.tpdc.ac.cn/zh-hans/data/055dfa65-e097-4000-9bda-992def32969f
https://www.geodoi.ac.cn/WebCn/doi.aspx?Id=1212
https://www.geodoi.ac.cn/WebCn/doi.aspx?Id=1212
https://www.geodoi.ac.cn/WebCn/doi.aspx?Id=1212
https://www.geodata.cn/data/datadetails.html?dataguid=239118756960240
https://www.geodata.cn/data/datadetails.html?dataguid=239118756960240
https://www.geodata.cn/data/datadetails.html?dataguid=239118756960240
https://zenodo.org/records/10155484
https://zenodo.org/records/10155484
https://datadryad.org/
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