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摘  要：浮游植物叶绿素 a（Chl-a）浓度是评价水体富营养化程度的重要指标。然而传统实验室分析法流程繁琐、费时费力；

水下原位传感器易受生物附着、精度低、运维成本高；传统的卫星和无人机遥感受限于大气校正、专业化程度高、时效性差，

皆难以满足高精度的即时监测需求。高光谱近感技术的出现和应用，解决了传统监测方法的不足，提升了内陆水体 Chl-a 浓度

的监测效率。因此，本研究利用一种新型便携式高光谱近感水质监测设备，结合 2021-2024 年 8 个湖泊、水库和河流获取的 533

个同步实测 Chl-a 浓度数据，引入线性回归算法与机器学习算法，构建和比选了高精度 Chl-a 浓度反演模型，实现了 Chl-a 浓度

的即时监测。对比基于线性回归算法、随机森林（Random Forest，RF）算法、极度梯度提升树算法（Extreme Gradient Boosting，

XGBoost）和支持向量机算法（Support Vector Machine，SVM）构建的 Chl-a 浓度估算模型发现，基于 XGBoost 的 Chl-a 浓度

估算模型性能最好（R²=0.87，RMSE=6.02 μg/L，MAE=3.98 μg/L）。该监测方法实现了光谱采集与 Chl-a 浓度估算的同步性，

简化了流程，降低了专业化门槛，显著提升了野外监测效率。 

关键词：便携式高光谱；近感监测；叶绿素 a；内陆水体；机器学习。 
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Abstract: Phytoplankton chlorophyll-a (Chl-a) concentration is a key indicator for assessing water eutrophication status. 

Conventional monitoring approaches face significant limitations: laboratory analyses are time-consuming and labor-intensive, 

while in situ sensors are susceptible to biofouling, low accuracy, and high maintenance costs. Traditional satellite remote sensing 

is also unsuitable for high-precision, real-time monitoring due to challenges such as atmospheric correction errors, technical 
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complexity, and low temporal resolution. The emergence of hyperspectral proximal sensing technology offers a promising 

alternative for improving Chl-a monitoring efficiency. In this study, we utilized a novel portable hyperspectral proximal sensing 

device to collect 533 synchronized in situ Chl-a measurements across eight lakes, reservoirs, and rivers between 2021 and 2024. 

We developed and compared high-accuracy Chl-a inversion models using both linear regression and machine learning methods. 

Among the evaluated algorithms—linear regression, Random Forest (RF), Extreme Gradient Boosting (XGBoost), and Support 

Vector Machine (SVM)—the XGBoost-based model exhibited the best performance (R² = 0.87, RMSE = 6.02 μg/L, MAE = 3.98 

μg/L). This approach enables simultaneous spectral acquisition and Chl-a estimation, streamlining field monitoring workflows, 

lowering technical barriers, and significantly improving operational efficiency. 

Keywords: Portable hyperspectral; proximal sensing; Chlorophyll-a; Inland waters; Machine learning. 

 

淡水资源是支撑人类生存与可持续发展的基础性资源[1,2]。然而，随着工业化与城市化的快速推进，大

量污染物持续汇入湖泊、水库等内陆水体，导致营养盐浓度显著升高[3]，加剧了水体富营养化进程，严重

削弱了水体的自净能力和生态系统稳定性[4,5]。在全球气候变化背景下，蓝藻水华在我国频发，对生态安全

构成严峻挑战[6,7]。水质持续恶化不仅威胁饮用水安全，也对粮食生产与公共健康产生潜在影响[8]。因此，

建立科学完善的水环境管理方法和高效的监测技术体系已成为当务之急。浮游植物叶绿素 a（Chl-a）作为

藻类普遍存在的重要色素分子，是指示蓝藻水华的关键指标[9]。Chl-a 浓度不仅能直接反映水体中藻类生

物量，还可间接表征水体营养状态，因而在水质监测与生态评价中具有重要应用价值[10,11]。然而，湖库中

的 Chl-a 浓度常呈现显著时空不确定性，是光照强度、温度、营养盐浓度及水体扰动等多重环境因子的综

合作用的结果[12,13]。这一特性对数据获取的时效性与精度提出了更高要求。因此，建立一种高效、精准、

快速的 Chl-a 浓度监测方法，对于水质管理和内陆水体生态系统保护具有重要的技术支撑意义。 

目前，Chl-a 浓度的监测主要依赖原位采样与实验室分析方法，该方法虽然精度较高，但操作流程繁

琐，数据获取周期长，难以满足动态变化的快速响应需求。多参数水质分析仪如 EXO 2（美国 YSI 公司）、

Hydrolab DS 5（美国 HACH 公司）等原位自动监测设备，尽管其时效性更强，但传感器易受藻类等生物

附着干扰，长期运行的可靠性与精度难以保障[14]。此外调制叶绿素荧光仪 Phyto-PAM（德国 Walz 公司）

和野外藻类分析仪 BBE（德国 BBE Moldaenk 公司）等高端荧光设备虽具备较强的藻类识别与分类能力，

但高昂的采购与维护成本限制了其在常规水质监测中的推广应用[15]。遥感技术可实现中大尺度水体的 Chl-

a 浓度反演，但常规卫星遥感受限于重访周期长、波段设置不精细以及大气干扰显著等问题，难以对小型

湖泊、城市水体等异质性强的水域实现高精度、实时监测[16,17]。无人机与地面高光谱设备（如 ASD、SPECIM）

虽在高分辨率近感监测中具备一定优势，但其设备体积大、续航能力弱、操作复杂，不适合开展高频次的

连续观测[18]。高光谱近感技术凭借其光谱分辨率高、实时监测能力强和不受大气干扰等优势，已在内陆水

体水质监测领域得到了广泛的应用[19,20]。便携式高光谱近感监测设备作为一种新型的集成化仪器，进一步

发挥了该技术快速监测的优势，并兼具便携特性，在水质参数原位监测领域展现出巨大潜力。例如，张立

福等[21]基于一种便携式高光谱水质监测仪对于宁波某地水体的总氮、总磷进行监测，与传统实验室水质分

析相比，实现了快速、实时、智能的技术突破。然而，目前该设备尚未建立针对 Chl-a 浓度的有效反演方

法。因此，本研究旨在开发适用于该设备的 Chl-a 浓度反演算法。 

目前，Chl-a 浓度的遥感反演方法主要可分为三类：基于统计关系的经验模型、基于生物光学原理的

半解析模型和解析模型，以及数据驱动的机器学习方法[18,22]。在具体应用方面，徐逸等[23]采用 HJ-1B 卫星

CCD 多光谱影像数据，结合深度学习算法构建了太湖 Chl-a 浓度反演模型，模型验证结果显示其预测精度

为：决定系数（R2）=0.91，均方根误差（RMSE，Root Mean Square Error）=3.46 µg/L。包颖等[24]分别基于

GOCI 影像的 b5、b6、b7 波段数据，运用二波段半分析模型成功实现了太湖 Chl-a 浓度的分类反演，该研

究实现了时间分辨率达 1 h 的遥感监测，精度最高达 R2=0.82，为水体动态监测提供了新思路。梁文广等
[25]利用 Sentinal-2 卫星影像的 B5 和 B9 波段和 FA-SVR 模型对于骆马湖的 Chl-a 浓度进行反演，模型精度

达到 R2=0.86，RMSE=2.77 µg/L，平均绝对误差（MAE，Mean Absolute Error）=2.10 µg/L，分析了骆马湖



的水质环境情况及其成因。其中，机器学习方法凭借其强大的非线性建模能力和环境适应性优势，已成为

当前水体 Chl-a 浓度高精度反演研究中的重要技术手段，尤其在处理高维非线性回归问题方面表现出显著

优越性[26]。虽然轻量级深度学习模型在遥感反演Chl-a浓度中展现出潜力，但其训练过程通常对初始权重、

学习率等超参数敏感，可能导致结果波动[27]。相比之下，在小样本条件下，传统机器学习算法如随机森林

（Random Forest，RF）、极度梯度提升树（Extreme Gradient Boosting，XGBoost）和支持向量机（Support 

Vector Machine，SVM）通常具有更稳定的性能表现。 

因此，本研究基于便携式高光谱近感设备获取的光谱数据，结合同步实测 Chl-a 浓度数据集，采用多

种机器学习算法构建其高精度反演模型，并通过系统验证，为水体 Chl-a 浓度的实时快速监测提供新的技

术方案。 

1 材料与方法 

1.1 采样点概况 

本研究选取了中国东部和西南地区具有代表性的内陆水体作为研究对象，包括太湖流域、滇池、沙河

水库、大溪水库、千岛湖、洪泽湖、白马湖以及南京市内河道。这些水体在类型、营养状态和生态环境特

征等方面具有显著差异，能够较好地反映中国内陆水体的空间异质性和环境梯度特征。太湖

（30°55'N~31°32'N，120°08'E~120°43'E）是我国第三大淡水湖，平均水深约 2.0 m，属于典型的浅水富营

养化湖泊，夏季蓝藻水华频发[28]。滇池（24°40'N~25°02'N，102°36'E~102°47'E）位于云贵高原，是该区域

面积最大的淡水湖泊，平均水深约 5.3 m，长期处于富营养化状态，具有典型的高原深水湖泊特征。在研

究的水库样本中，千岛湖（29°22'N~29°50'N，118°34'E~119°15'E）作为深水水库的代表，最大水深超过 90 

m，整体处于中营养水平；沙河水库（31.25°N~31.40°N，119.35°E~119.50°E）和大溪水库（31.25°N~31.35°N，

119.30°E~119.40°E）均位于江苏省，属于人工调控型水库，水力滞留时间较长，水体流动性较低，受周边

人类活动影响显著[29]。洪泽湖（33°06'N~33°40'N，118°10'E~118°52'E）与白马湖（33°15'N~33°25'N，

118°55'E~119°05'E）为淮河流域重要的浅水通江湖泊，兼具渔业资源开发与生态保护功能，其水文情势受

流域来水和人为调度共同影响。南京市内河道（31°59'N~32°07'N，118°42'E~118°50'E）作为高度城市化区

域的水体代表，水质受城市排污、地表径流和人类活动干扰较为强烈，表现出典型的城市水体污染特征[30]。

这些研究区域涵盖了从贫营养到富营养、从深水到浅水、从自然湖泊到人工水库等不同类型的内陆水体，

其多样化的环境特征为水质参数反演模型的建立和验证提供了理想的研究平台。 

1.2 Chl-a与总悬浮物采样与浓度测定分析方法 

水样采集工作于 2022 年 11 月 10 日至 2024 年 1 月 24 日期间开展，所有采样均在日间（08:00—17:00）

进行。采样涵盖春、夏、秋、冬四季，其中夏季样本占比 10.2%以覆盖蓝藻高发期。采样过程中，使用专

业采水器采集水体表层（水面 0~20 cm）水样，采集后立即将样品置于 4℃冷藏箱中保存，并尽快运送至

实验室进行后续水质参数分析。采集样本统计描述如表 1 所示。 

由于内陆水体 Chl-a 浓度通常指浮游植物 Chl-a 浓度，本文所涉及的 Chl-a 浓度全部指浮游植物 Chl-a

浓度。本研究严格采用“热乙醇-分光光度法”测定水体中 Chl-a 浓度[31]。具体步骤如下：首先，使用孔径为

0.7 µm 的 Whatman GF/F 玻纤滤膜进行过滤；随后，将滤膜置于-80°C 冷冻 48 h，以充分破碎蓝藻细胞；

然后，采用 90%热乙醇（80°C）对滤膜中的 Chl-a 进行提取。最后，利用岛津 Shimadzu UV-2550 分光光度

计分别测量加入 1 mol/L 稀盐酸酸化前后 665 nm 和 750 nm 的吸光度，对比计算得到水体中 Chl-a 浓度。 

总悬浮物（TSM）浓度采用烘干称重法进行测定[32]，将表层水样本用经过 550℃预灼烧 4 h 的 0.7 μm

孔径 Whatman GF/F 玻纤滤膜过滤，随后将滤膜置于 105℃烘干，通过比较滤膜前后重量差值计算 TSM 浓

度。 

1.3 水体遥感反射率采集与计算 

利用美国 ASD 公司生产的光谱分辨率为 1 nm、测量范围 350~2500 nm 的 ASD 地物光谱仪（FieldSpec 

spectroradiometer，ASD FieldSpec）进行水体遥感反射率（Rrs(λ)）光谱采集。具体步骤如下：首先使用 ASD



地物光谱仪垂直测量标准灰板的辐射亮度（Lp1），然后在太阳光入射方位角90°~135°、与水面法线呈30°~45°

夹角的方向上测量水体总辐射亮度（Lsw），接着在同一观测平面内将探头向上旋转 90°~120°测量天空漫

散射辐射亮度（Lsky），最后再次测量标准灰板的辐射亮度（Lp2）并计算两次灰板测量的均值（Lp）。基

于测量数据，先计算水面下行辐照度（Ed(0+)），再结合风速条件选取水-气界面反射率计算离水辐亮度（Lw），

最终得到遥感反射率。每次采集 10 条光谱取平均值以减少光场变化的影响。计算公式如下所示。 

表 1 2022-2024 年不同内陆水体野外原位水质样品采集统计表 

Table 1 Statistics for in situ water samplings in different inland water during 2022-2024 

类型 研究区 县市 样品数量 采样时间 

湖库 

白马湖 宝应县、淮安市 4 2023/2/16 

洪泽湖 淮安市 5 2023/2/15 

千岛湖 淳安县 9 2023/1/31-2/2 

太湖 

无锡市、苏州市、湖

州市 

183 

2022/11/8-11/17、

2023/5/29-5/31、

2023/6/1-6/3、

2023/6/7-6/9 

沙河水库 溧阳市 63 

2023/2/13、2024/1/22-

1/24 

大溪水库 溧阳市 17 2022/11/7 

滇池 昆明市 19 2022/12/26-12/28 

河流 

环太湖河道 

无锡市、苏州市、湖

州市 

149 

2022/11/18、

2023/2/8、2023/2/10-

2/11、2023/2/13-

2/14、2023/2/17、

2023/2/20 

南京市内河道 南京市 78 

2022/11/22-11/24、

2022/11/30 

𝐿p ＝ 
𝐿p1＋𝐿p2

2
(1) 

𝐿sw ＝ 𝐿w + 𝑟sky × 𝐿sky (2) 

𝐸d(0 +) ＝ 𝐿p × π ÷ 𝑃ρ (3) 

𝑅𝑟𝑠 ＝ 𝐿w ÷ 𝐸𝑑(0+) (3) 

式中，rsky为水-气界面对天空光漫散射辐射的反射率，其大小与太阳高度、风速和水面粗糙度有关。其中，

当静风条件下 rsky取值为 2.2%；当风速介于 5 m/s 左右时，rsky取值为 2.5%；当风速为 10 m/s 左右时 rsky

取值介于 2.6~2.8%。Pρ 为标准灰板的反射率，取值为 30%。 



1.4 便携式高光谱近感光谱采集与处理 

便携式高光谱近感设备由无锡谱视界研发，是一款集成高效的近感光谱监测系统。该设备采用分层架

构，融合了传感采集、无线通信与智能终端处理技术。由滑动镜头盖和校准板、偏振选择镜头、微型光谱

模块、内部电路和磁吸外壳等组成，可通过磁吸支架吸附在智能手机背面，通过蓝牙连接手机上的 APP，

执行光谱校准、光谱测量、数据传输、参数反演等一系列功能（图 1）。前端感知模块基于微型光谱单元

实现水体反射率的实时采集，并通过低功耗蓝牙协议稳定、高效地传输至智能手机端。终端应用集成光谱

校准、反演模型计算、结果可视化及数据管理等功能模块，构成完整的数据闭环处理链，实现了从原始信

号获取到水质参数估算与展示的全自动化处理，显著降低了操作复杂性与人为误差，提升了现场监测的即

时性与效率。便携式高光谱近感设备的镜头具有 5°视场角，较小的视场角可以减小测量结果受到漂浮物等

的干扰，内置的偏振元件可选择性过滤水面反射光，使光谱测量更准确、更稳定。仪器内部采用微型光栅

进行分光，用线阵探测器记录 400~850 nm 范围的光谱数据，光谱分辨率约 10 nm，光谱采样间隔为 1 nm。 

 

图 1 仪器结构与实际操作示意图 

Fig.1 Instrument structure and practical operation schematic diagram 

 

使用便携式高光谱近感设备进行研究区光谱采集时，首先需要进行光谱校准，即分别用乳白色校准板

和金属镜头盖盖住镜头采集光源和暗背景光谱，并根据内置的反射率校准系数计算目标物的实际光谱反射

率。光谱校正完成后，可以进行水体光谱采集，采集过程中，保证便携式近感设备竖直倾角约为 53°，水

平倾角约为 0°。拍摄时背对太阳，拍摄方向保证为太阳照射方向，向左或者向右倾斜 45°，保证水面不能

有太阳直射光的镜面反射或阴影遮挡。随即进行连续拍摄 10 条光谱并保存其均值高光谱数据。在拍摄过

程中应避免水生植物等干扰。为保证光谱数据与水质参数的时空一致性，光谱采集与水质采样需同步进行，

两者采集时间间隔不得超过 2 min。研究采用 Savitzky-Golay 卷积平滑算法对原始光谱数据进行预处理，

以有效抑制噪声并保留光谱形态特征。该方法基于局部多项式最小二乘拟合原理，选取二阶多项式进行拟

合，并采用窗口宽度为 11 个采样点（对应约 10 nm 波长范围）的移动窗口进行卷积计算。基于对光谱信

噪比的评估，位于 400~449 nm 和 721~850 nm 的波段反射率数据因偏差百分比大于 7%而被剔除，最终研

究采用 450~720 nm 的光谱范围进行后续分析。 

1.5 Chl-a浓度反演模型建立方法 

本研究中采用几种成熟的机器学习算法，包括 RF、XGBoost、SVM。并将机器学习算法与传统的线

性回归模型精度进行比较。 

RF 是一种利用集成学习思想构建多棵决策树的集成算法，其基本单元是一棵决策树，每棵决策树都

是一个预测器[33,34]。通过投票(分类问题)或平均(回归问题)对所有决策树的建模结果进行集成[35]，因此，

整个模型的结果具有较高的准确性和泛化性能。随机森林回归算法可以在大数据集上高效运行，可以处理

具有高维特征而不降维的输入样本，可以评估每个输入特征对模型的重要性。XGBoost 是 boosting 算法的

一种实现方式，其基本组成元素是决策树；我们将这些决策树成为“弱学习器”，这些“弱学习器”共同组成

了 XGboost[36]。组成 XGBoost 的决策树之间是有先后顺序的；后一棵决策树的生成会考虑前一棵决策树

的预测结果，即将前一棵决策树的偏差考虑在内（在目标函数中有体现）。生成每棵决策树使用的数据集，



是整个数据集。所以可以将每棵决策树的生成都看作是一个完整的决策树生成过程[37]。SVM 是一类按监

督学习方式对数据进行二元分类的广义线性分类器，其决策边界是对学习样本求解的最大边距超平面，

SVM 使用铰链损失函数计算经验风险并在求解系统中加入了正则化项以优化结构风险，是一个具有稀疏

性和稳健性的分类器[38]。SVM 可以通过核方法进行非线性分类，是常见的核学习方法之一。 

建模前首先根据 Z-score 标准分数进行异常值筛选[39]，将绝对值大于 3 的进行清洗，清洗后的数据集

共 532 条。 

𝑍 − 𝑠𝑐𝑜𝑟𝑒 =
𝑋 − 𝜇

𝜎
(5) 

其中 X 代表原始数据，𝜇代表所有数据的平均值，𝜎代表所有数据的标准差。 

采用 Python 3.11 编程环境下的机器学习工具包实现模型构建与优化。在建模前，首先对所有输入波

段进行标准归一化处理（StandardScaler）。其中 SVM 和 RF 模型使用 scikit-learn 实现，XGBoost 模型使

用 XGBoost 库实现。建模时采用 7：3 的比例随机将总数据集划分为训练集和验证集。通过采用格网搜索

方法，结合五折交叉验证，优化各机器学习模型的超参数组合，以有效降低模型的过拟合风险。最终采用

的参数组合如表 2 所示。此外，本研究引入 SHAP（SHapley Additive exPlanations）分析，该分析基于 Python 

3.11 编程环境的 shap 包实现，用于解释机器学习模型的预测结果并量化各输入特征对输出结果的影响贡

献。 

表 2 各机器学习模型的超参数组合 

Tab.2 Hyperparameter combinations of each machine learning model 

模型 参数 

SVM 

C cache_size epsilon gamma 

22 200 0.2 auto 

kernel shrinking tol  

rbf True 0.001  

RF 

bootstrap 

max_ 

depth 

max_ 

features 

min_samples_leaf 

True 20 sqrt 1 

min_samples_ 

split 

n_estimators   

5 100   

XGBoost 

colsample_ 

bytree 

gamma 

learning_ 

rate 

max_ 

depth 

0.8 0 0.01 10 

min_child_weight 

n_ 

estimators 

ubsample  

10 300 0.8  

https://baike.baidu.com/item/%E7%9B%91%E7%9D%A3%E5%AD%A6%E4%B9%A0/9820109?fromModule=lemma_inlink
https://baike.baidu.com/item/%E7%9B%91%E7%9D%A3%E5%AD%A6%E4%B9%A0/9820109?fromModule=lemma_inlink
https://baike.baidu.com/item/%E4%BA%8C%E5%85%83%E5%88%86%E7%B1%BB/15635322?fromModule=lemma_inlink
https://baike.baidu.com/item/%E5%86%B3%E7%AD%96%E8%BE%B9%E7%95%8C/22778546?fromModule=lemma_inlink
https://baike.baidu.com/item/%E6%A0%B8%E6%96%B9%E6%B3%95/1683712?fromModule=lemma_inlink


1.6 数据处理与统计方法 

利用 SPSS（Statistical Product and Service Solutions）22.0 进行最大值、最小值、平均值及标准差的计

算，皮尔逊相关性的检验，线性拟合检验，光谱角测度（Spectral angle metric，SAM）与模型评价指标的

计算，规定 p≤0.05 时具有统计学意义上的显著。为了评价模型性能，本研究选用 3 个指标评价，包括 R2、

RMSE 和 MAE。引入误差贡献度 PK 对各水体对于模型总误差的贡献度进行评估。引入 SAM 对光谱的一

致性进行评价，SAM 越小，则待测光谱与参考光谱的形状相似性越高。采用 OriginLab 2019 和 ArcGIS 10.2

实现制图。 

𝑅2  =  1 −
∑ (𝑀𝑒𝑎𝑠𝑖 − 𝐸𝑠𝑡𝑖𝑖)

2𝑛
𝑖=1

∑ (𝑀𝑒𝑎𝑠𝑖 − 𝐸𝑠𝑡𝑖𝑖
̅̅ ̅̅ ̅̅ )2𝑛

𝑖=1

(6) 

𝑅𝑀𝑆𝐸 =  √
∑ (𝑀𝑒𝑎𝑠𝑖 − 𝐸𝑠𝑡𝑖𝑖)2𝑛

𝑖=1

𝑛
(7) 

𝑀𝐴𝐸 =  
1

𝑛
× ∑ |𝑀𝑒𝑎𝑠𝑖 − 𝐸𝑠𝑡𝑖𝑖|

𝑛

𝑖=1
(8) 

𝑃𝐾  =  
∑ (𝑀𝑒𝑎𝑠𝑖𝑖

𝑘 − 𝐸𝑠𝑡𝑖𝑖𝑖
𝑘)

2𝑛𝑘
𝑖=1

∑ ∑ (𝑀𝑒𝑎𝑠𝑖𝑖
𝑗 − 𝐸𝑠𝑡𝑖𝑖𝑖

𝑗)
2𝑛𝑗

𝑖=1
𝐾
𝑗=1

× 100% (9) 

其中，Measi代表实验室测量的真实值，Estii代表预测量，n 代表样本数，nk 表示第 k 个水体的样本数，K

代表总水体数。 

SAM (𝑥, 𝑦)  =  cos−1
∑ 𝑥𝑖 ∙ 𝑦𝑖

𝑛
𝑖=1

√∑ 𝑥𝑖
2𝑛

𝑖=1 ∙ √∑ 𝑦𝑖
2𝑛

𝑖=1

(10)
 

其中 xi 代表待测光谱第 i 波段反射率；yi 代表参考光谱第 i 波段反射率 

2 结果与分析 

2.1 光谱准确性分析 

在不同环境条件下，采用 ASD 地物光谱仪采集水面实测高光谱与便携式高光谱近感监测设备所采集

的高光谱数据同步进行比对（图 2）。结果表明，两者的线性拟合斜率为 0.97，表明便携式高光谱近感监

测设备采集的光谱存在系统性偏低；但 R²为 0.98，RMSE 为 0.003 sr-1，MAE 为 0.002 sr-1，表明两套设备

的光谱数据整体表现出较好的一致性。此外，通过计算 SAM 评估两套设备光谱数据的光谱相似性，其中，

SAM 最大值为 4.11°，最小值为 1.70°，平均值为 3.29±0.83°，表明 ASD 地物光谱仪与便携式高光谱近感

设备采集的光谱在形状上高度相似。综上所述，便携式高光谱近感监测设备获取的光谱数据与标准 ASD

光谱数据高度一致，具备较高的可靠性和精度。 

2.2 实测水质分析 

在建模前，对各研究水体的实测 Chl-a 浓度和 TSM 浓度进行了统计分析（表 3）。总体来说，不同水

体的水质特征差异较大，Chl-a 浓度变化范围为 0.54~75.30 μg/L，TSM 浓度变化范围为 0.81~127.10 mg/L。

具体来说，实测 Chl-a 浓度最高值出现在太湖，为 75.30 μg/L，最低值出现在环太湖河道，为 0.54 μg/L。

实测 TSM 浓度最高值同样出现在太湖，为 127.10 mg/L，最低值出现在千岛湖，为 0.81 mg/L。太湖 Chl-a

平均浓度（36.82 μg/L）和 TSM 平均浓度（35.50 mg/L）均为所有水体中最高，表明太湖富营养化水平最

高；其次是洪泽湖和南京市内河道，Chl-a 平均浓度分别为 20.81 μg/L 和 13.11 μg/L。相比之下，千岛湖的

Chl-a 和 TSM 平均浓度最低，分别为 2.31 μg/L 和 5.34 mg/L，表明其水质最优。 

2.3 Chl-a浓度反演模型构建与验证 

分别对训练集与验证集的 Chl-a 浓度进行了基本统计（表 4），在建模数据集中，训练集 Chl-a 浓度为

https://cn.piliapp.com/symbols/plus-minus-sign/


0.54~75.30 μg/L，平均值为 19.49 μg/L，样本量为 372；验证集浓度范围为 1.00~73.71 μg/L，平均值为 19.87 

μg/L，样本量为 160。训练集与验证集在浓度分布和均值上保持一致性，确保了模型训练的代表性合结果

的可代表性。 

 

图 2 ASD 地物光谱仪与便携式高光谱近感监测设备实测高光谱比对（a，b）与拟合图（c） 

（a 图与 b 图中同颜色曲线为同一水面目标的光谱数据，颜色一一对应） 

Fig.2 Comparison of the measured hyperspectra of the ASD geophysical spectrometer and the portable proximal monitoring 

equipment (a, b) and the fitted plot (c) (Curves with the same color in (a) and (b) represent spectral data from the same water surface 

target, with one-to-one color correspondence) 

在构建 Chl-a 浓度的线性回归反演模型前，首先基于便携式高光谱近感监测设备采集的 450–720 nm

波段范围内的高光谱反射率数据，开展与实测 Chl-a 浓度的皮尔逊相关性分析（图 3），以识别对 Chl-a 浓

度变化最为敏感的波段区域。结果表明，单波段 r 值最高在 707 nm，为 0.47（p≤0.05），其次为 708 nm，

r 值为 0.469（p≤0.05）。因 675 nm 处 Chl-a 强吸收作用会形成反射谷，选取波段 675 nm 和波段 707 nm 构

建归一化模型（图 4），所用模型如式（10）所示。 

C(Chl − a) = 9.17 ∙
𝑅𝑟𝑠(707) − 𝑅𝑟𝑠(675)

𝑅𝑟𝑠(707) + 𝑅𝑟𝑠(675)
+ 19.47 (11) 

结果表明，反演结果较差，具体表现为：训练集：R2=0.29，RMSE=14.59 μg/L，MAE=11.11 μg/L；验

证集：R2=0.34，RMSE=13.85 μg/L，MAE=10.46 μg/L。难以满足精度需求。 

机器学习能够深入挖掘数据中的潜在模式和关联，进而实现对复杂问题的精准建模。因此分别采用

SVM、RF 和 XGBoost 对 Chl-a 浓度进行反演，为了更好的进行潜在联系的学习，采用 450~720 nm 的全



波段作为输入进行反演，并对反演精度进行比较（图 5） 

表 3 实测 Chl-a 和 TSM 浓度的描述性统计 

Tab.3 Descriptive statistics and sample size of measured concentration of Chl-a and TSM 

点位 

Chl-a 浓度/(μg/L) 

最小值~最大值 

Chl-a 浓度/(μg/L) 

平均值 

TSM 浓度

/(mg/L) 

最小值~最大值 

TSM 浓度

/(mg/L) 

平均值 

太湖 4.77~75.30 36.82 9.17~127.10 35.50 

环太湖河道 0.54~40.73 9.36 3.05~80.20 19.69 

沙河水库 5.03~18.60 10.76 9.92~63.10 24.82 

大溪水库 8.45~11.44 9.91 5.63~10.80 7.71 

千岛湖 1.00~5.60 2.31 0.81~11.50 5.34 

洪泽湖 11.60~33.97 20.81 4.23~5.54 4.76 

白马湖 4.30~9.74 8.00 3.00~6.81 5.29 

南京市内河道 1.89~74.11 13.11 7.67~87.73 28.50 

滇池 6.00~52.00 11.94 10.00~18.00 13.64 

表 4 训练集与验证集实测 Chl-a 浓度描述性统计 

Tab.4 Descriptive statistics of measured Chl-a for training and validation sets 

 训练集 验证集 

 

最小值~ 

最大值 

平均值 样本量 

最小值~ 

最大值 

平均值 样本量 

Chl-a 浓度

/(μg/L) 

0.54~ 

75.30 

19.49 372 

1.00~ 

73.71 

19.87 160 

 

图 3450~720 nm 处的高光谱与实测 Chl-a 浓度的皮尔逊相关系数 

Fig.3 Pearson's correlation coefficient between hyperspectra at 450-720 nm and measured Chl-a concentration 



 

图 4 基于 Chl-a 浓度的归一化反演模型的线性拟合（a，深灰色为 95%的预测区间，浅灰色为 95%的置信区间）和模型验

证集精度图（b） 

Fig.4 Linear fit of the normalized inversion model based on Chl-a concentration (a, 95% prediction intervals in dark gray, 95% 

confidence intervals in light gray) and model validation set accuracy plots (b)。 

 

图 5 基于 RF、XGBoost 和 SVM 的 Chl-a 浓度反演模型训练集和验证集真实值与预测值比对图（图中虚线表示理论直线

y=x，实线为模型预测值与真实值的线性拟合直线） 

Fig.5Plot of true versus predicted values of Chl-a concentration inversion model based on RF, XGBoost and SVM (The dashed line 

represents the y=x reference line, while the solid line shows the linear regression fit between predicted and true values) 



总体而言，XGBoost 模型在 Chl-a 浓度反演任务中表现最佳。在训练集上，该模型的拟合精度为 R²=0.96，

RMSE=3.53 μg/L，MAE=2.08 μg/L；在验证集上，R²=0.87，RMSE=6.02 μg/L，MAE=3.98 μg/L。相比之下，

RF 模型在训练集上的性能与 XGBoost 相近（R²=0.96，RMSE=3.30 μg/L，MAE=2.00 μg/L），在验证集上

的 R²=0.86，RMSE=6.36 μg/L，MAE=4.16 μg/L。SVM 模型的整体表现相对较低，以验证集为例，其 R²值

较 XGBoost 模型低 2.3%，RMSE 高出 8.6%。进一步将 XGBoost 模型应用于完整数据集，并对其在不同水

体类型中的反演精度进行评估，结果显示各水体的 RMSE 分别为：大溪水库（1.14 μg/L）、千岛湖（1.84 

μg/L）、沙河水库（2.14 μg/L）、白马湖（3.78 μg/L）、南京市内河道（4.72 μg/L）、太湖流域（4.78 μg/L）、

滇池（5.65 μg/L）和洪泽湖（5.83 μg/L），平均 RMSE 为 3.73 μg/L。 

从各水体对模型总误差的贡献来看，样本量较大且 RMSE 较高的水体对整体误差贡献显著。其中，太

湖样本量最多，为 330 个，其误差贡献占比高达 72.4%，是模型总误差的主要来源；南京市内河道样本量

次之，为 78 个，贡献占比为 16.6%；滇池样本量为 17 个，贡献占比为 5.2%；其余水体如沙河水库、千岛

湖、大溪水库、洪泽湖和白马湖的样本量较少，其误差贡献占比均低于 3.0%，对总误差影响较小。这一结

果表明，样本量与局部误差共同决定了不同水体对模型总体误差的贡献程度。 

总体而言，XGBoost 模型在所有水体中表现出较高的反演精度，具有良好的鲁棒性与泛化能力，适用

于基于便携式高光谱近感技术的水体 Chl-a 浓度动态监测。 

2.4 滇池 Chl-a 浓度空间分布 

基于便携式近感水质监测设备反演的 Chl-a 浓度数据，进一步分析了 2022 年 12 月 26 日至 28 日期间

云南滇池 17 个采样点位的监测结果（图 6）。结果表明，滇池的 Chl-a 浓度呈现较大的空间异质性，变化

范围在 10.06~38.64 μg/L，全湖平均浓度为 14.44±6.89 μg/L。具体来说，滇池 Chl-a 浓度整体呈现"北高南

低"的分布格局。以纬度 24.80°N 为界，将滇池划分为北部湖区和南部湖区，其中北部湖区 9 个点位的 Chl-

a 浓度最高值为 38.64 μg/L，最低值为 10.06 μg/L，平均值为 14.91±9.09 μg/L；南部湖区 8 个点位的 Chl-a

浓度最高值为 21.64 μg/L，最低值为 10.44 μg/L，平均值为 13.91±3.64 μg/L。北湖湖区的 Chl-a 浓度最高值

为南部湖区的 1.79 倍，而北部湖区的标准差比南部湖区高出了 5.45 μg/L，表明北部湖区 Chl-a 浓度空间

异质性更为明显。本研究所采用的便携式高光谱近感监测方法，有效揭示了滇池 Chl-a 浓度的空间分布格

局及其区域差异特征。 

 

图 6 基于便携式近感水质监测设备 2022 年 12 月 26 日至 28 日滇池 Chl-a 浓度分布图 

Fig.6 Spatial distribution map of Chl-a concentration in Lake Dianchi from December 26 to 28, 2022, based on portable proximal 

water quality monitoring equipment 



3 讨论 

3.1 模型的优缺点 

本研究构建的 XGBoost 模型在多个典型淡水水体中表现出较好的反演精度与鲁棒性，原因有三点。

首先，训练数据涵盖了如太湖、千岛湖、南京市内河道等水体，包含了湖泊、水库和河流，代表了一定范

围内的水色类型与营养状况。其次，模型所选 450~720 nm 波段覆盖了 Chl-a 浓度的主要光谱响应区域，

基于 SHAP 分析的结果进一步揭示了不同光谱波段对模型预测的重要性（图 7）：重要性较高的波段主要

分布在蓝光区域（488 nm）、红光吸收区（670~680 nm）及红边区域（690~705 nm），其中，蓝光波段 488 

nm 的重要性最高（0.048），其次为 678 nm（0.044）和 673 nm（0.041），这些波段分别位于 Chl-a 的蓝

光吸收区和红光吸收区，与 Chl-a 的光学特性高度一致[40,41]。SHAP 分析从特征贡献角度验证了模型所采

用波段的物理合理性，说明模型有效捕捉了 Chl-a 浓度的敏感光谱信号。最后，XGBoost 模型通过其独特

的正则化机制和集成学习框架，在处理同类问题时在拟合能力、鲁棒性和解释性之间实现了更优平衡[37]，

其集成学习结构能够充分挖掘多波段间复杂的非线性关系，有效提升了表层 Chl-a 浓度反演的精度与适应

性，表现出良好的综合性能。 

图 7 基于 SHAP 值的前 10 特征重要性排序 

Fig.7 SHAP value summary of top 10 features 

然而，该模型的适用性仍受限于训练数据所代表的光学条件。当应用对象超出已有水体类型时，其预

测精度可能下降。例如，在盐湖等高矿化度水体中，水体电导率与离子成分改变了反射率结构。此外，采

集与反演结果也主要反映表层 Chl-a 浓度分布，难以表征垂向分层条件下的 Chl-a 浓度结构。因此，在模

型推广至光学背景差异较大的水体前，仍需结合目标水体特性开展适用性评估与必要的本地化校准，以确

保反演结果的科学性与可靠性。此外，模型出现了少数低值高估的情况，这主要源于训练数据中低 Chl-a

浓度样本的代表性不足，其中 Chl-a 浓度小于 5 μg/L 的样本仅有 106 条，需补充此类样本，以优化模型在

贫营养化水体中的预测性能。未来还需要结合迁移学习等方法优化模型结构，同时针对不同光学背景水体

开发自适应校准模型，以提升模型在复杂条件下的适用性。 

3.2 便携式高光谱近感设备在水质监测中的优缺点 

近年来，高光谱遥感技术，尤其是搭载于无人机平台的高光谱成像系统，在近岸水域和中小型水体的

Chl-a 浓度监测中逐渐受到关注[42,43]。尽管其具备较高的光谱和空间分辨率，能在一定程度上提高局部区

域水质参数的反演精度，但该技术在实际应用中仍存在诸多限制。首先，高光谱设备成本高昂、体积和重

量较大，增加了无人机平台的载荷压力和系统集成难度，不利于日常监测任务的低成本推广。其次，无人

机飞行时间受限，续航能力较弱，难以实现对大面积水体的连续覆盖，限制了其在流域尺度或区域尺度的

广泛应用。此外，无人机遥感在多种天气条件下的稳定性较差，受风速、降水和光照变化影响显著，不利

于开展长期、连续、可比性强的时序监测。而高光谱卫星虽然具备大范围覆盖能力，但受限于空间分辨率、

复访周期和数据获取成本，在内陆水体的高精度动态监测中同样存在实际应用障碍[41]。总体而言，高光谱



遥感技术在广域、水质多变区域的稳定性应用仍有待进一步提升。 

此外，气候变化与人类活动的共同影响，使内陆水体藻华的暴发呈现出更加复杂和不可预测的趋势[44]。

为了应对这一挑战，自动化监测设备的应用逐渐普及，但在此基础上，人工监测验证的频率需求也随之提

高。这种情况下，便携式高光谱近感监测设备的引入，为人工监测提供了一种高效便捷的解决方案，具备

诸多优势。首先，采样时具备高光谱分辨率（1 nm）和 450~720 nm 波长范围，从而为内陆水域水质反演

提供了更多光谱通道。其次，便携式高光谱近感设备设置简单、便于携带，具备快速采集和高效作业的优

点。其效率优势体现在：单点测量时间由传统方法的小时级（4~6 h/点）缩短至分钟级（约 2 min/点），日

监测能力大大提升；同时，与传统 ASD FieldSpec 设备相比，其从光谱采集到结果展示无需经过繁复的反

射率计算与反演分析等步骤，显著缩短了数据处理时间。便携设备通过内置算法实现结果的即时输出，真

正实现了从采样到参数结果的实时一体化完成，为水质管理提供了高效、实用的技术方案，为快速响应与

精准决策提供有力支持。设备可与手机 APP 蓝牙连接进行实时水体监测，也可配合云台辅助拍摄，确保

测量角度精准。相较于在设备内置无线传输模块，采用手机吸附和蓝牙连接的方式虽然传输速率较低，但

省去独立的无线通信模块，降低了硬件成本和设备重量，更适合野外小规模采样便携使用，且直接利用手

机算力实现实时数据显示、参数反演和 GPS 定位，且 APP 可远程升级算法，无需更换硬件。第三，卫星

遥感数据在获取水体反射率时，常受到大气校正等因素的影响，导致反射率精度下降。而便携式高光谱近

感设备采用 1~3 m 离水距离进行近水观测，因此无需复杂的大气校正过程，能有效避免大气成分（如水

汽、臭氧、气溶胶等）的干扰，获得更为精准的光谱反射率数据。相比传统光谱测量设备（如 ASD FieldSpec

和 TriOS RAMSES），本研究所采用的便携式设备基于近水测量模式，并通过智能手机 APP 实现“一键式”

控制操作，显著降低了使用门槛。传统设备需分别对天空、白板和水体进行多次测量，对光照环境稳定性

要求高，操作繁琐且易引入误差。该便携式设备集成测量与控制功能，减少了校准的繁复操作，从源头降

低了数据获取过程中的不一致性与人为误差，更适用于高频次、动态连续的监测场景。第四，本研究不同

于以往的内陆水质参数估算方法，采样工作涵盖了八个主要内陆水体，且在同一采样区域，光谱采集与水

质采样的时间差控制在 2 min 以内，这一操作确保了水质参数与地表水体反射率数据的高度同步，为后续

模型训练提供了可靠数据支持，也为开展时间序列上的动态分析与预警奠定了坚实基础。 

最后，便携式高光谱近感设备能够将训练好的水质参数估算算法嵌入仪器中，在精度、效率和实用性

方面达到了理想平衡，为内陆水体水质监测提供了新的技术思路。 

3.3 不足与展望 

虽然该设备与配套算法适用于不同类型的水体，已经具有较高的普适性和泛化能力。然而，本研究仍

存在一定局限性。高光谱反射率数据易受到环境光照、水面扰动及操作角度等因素影响，导致反演误差。

例如，阳光直射、波浪干扰或漂浮物存在可能引起光谱曲线异常，影响建模稳定性[45]；不同气象条件下采

集的数据在光谱一致性上也存在不确定性[46]；不同水体类型在水质组成和光学特性方面存在差异[47,48]，可

能导致相同波段下的反射率响应存在系统性偏移[49]。因此仍需在未来加强误差源识别与不确定性评估。最

后，本研究采用的数据驱动型机器学习算法，其可移植性可能受限于所使用的训练数据集。 

未来的研究应进一步扩大样本覆盖范围，采集不同生态特征的湖泊、河流和水库的更多样本，以丰富

内陆水体反射率和水质参数数据库。同时，探索更多适用的机器学习和深度学习算法，优化水质参数反演

模型，以期获得更为精确的反演结果。 

4 结论 

本研究基于一种新型的便携式高光谱近感水质监测设备，结合光谱数据和同步水质参数，利用机器学

习算法建立了 Chl-a 浓度的反演模型，并与传统线性回归模型进行了比较。结果表明，采用 XGBoost 算法

的模型在精度和鲁棒性方面表现最佳，验证集表现为 R2=0.87，RMSE=6.02 μg/L，MAE=3.98 μg/L，能够有

效估算内陆水体中的 Chl-a 浓度。 

便携式高光谱近感设备具备数据精度高、易于携带、操作便捷等优势，能够在现场实现对水体 Chl-a



浓度的快速、连续监测，显著提升了水质监测的时效性。本研究提出的方法有效提高了内陆水体水质监测

的响应速度和精度，为水环境管理提供了一种可行、灵活且具有推广价值的技术路径，具有广泛的应用前

景。 
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